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携帯電話人口統計データを用いた新規施設に関わる都市動態の変化解析
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あらまし 都市において，各地域がどのように使われているかを知ることで，地域毎の特性に応じた適切な都市計画

や商業活動，災害復興を行うことが期待されている．そこで近年，携帯電話やカーナビをはじめとしたGPS端末の普

及に伴い，大量かつ広範囲に人々の行動履歴が収集され，各地域における人々の土地利用特性をデータドリブンにモ

デリングする試みがなされている．一般に地域性はそこに存在する施設と密接に関わっており，施設の変化によって

さまざま変化するが，施設変化と地域性の変化の関係を定量的に分析した研究は少ない．そこで本稿では施設の変化

とそれに伴う地域性変化の関係を明らかにする試みとして，携帯電話のGPSログデータに個人の非特定化処理を加え

た形で提供される混雑統計データを用い，土地の潜在的な利用特性を同定した上でローカルな地域性の変化を検知す

る．また検知された個々の変化に対し，実際の発生した施設変化の種別と関連付けて分析を行うことで，各施設変化

の種別毎に生じる地域性の変化の傾向を明らかにした．
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1 は じ め に

都市において，各地域がどのように使われているかを知るこ

とで，地域毎の特性に応じた適切な都市計画や商業活動，災害

復興を行うことが期待され，従来から交通量・通行量調査等が

行われてきた．近年では，携帯電話やカーナビをはじめとした

GPS端末の普及により大量かつ広範囲に人々の行動履歴が収集

され，データドリブンに人々の都市活動をモデリングする試み

がなされている．近年の研究により，「各地点において，単位時

間ごとにどのくらいの人や車がいるか」といった表層の都市動

態は，Latent Dirichlet Allocation (LDA) [1]や Non-negative

Tensor/Matrix Factorization (NTF/NMF) [2] を用いること

で潜在的な土地利用特性の和として表現可能であることが示さ

れている．ここでは，「平日昼間に人が集まる」「深夜に人が集

まる」などの典型的な時系列パタンが土地利用特性として抽出

され，各地域の地域性はそれら複数の土地利用特性の重み付け

和として表現される [3, 4]．例えば前者のパタンに対する重み

の値が大きい地域はオフィス街，後者では住宅地に相当する，

などといった分析が可能となる．これらの分析においては都市

動態を静的なものとして扱っているが，実際の都市動態は災害

やイベント，施設変化等さまざまな理由によって時間変化す

る．長期的な都市動態の時間変化に着目した研究として，Fan

らは携帯電話 GPSログを利用した混雑統計データに対し NTF

を行うことで，東日本大震災を期に住宅地や商業地などといっ

た土地利用特性の分布が広範囲で変化したことを確認した [5]．

しかしこの手法の適用範囲は震災等の広範囲で同時多発的に発

生する変化に限られており，個々の施設変化などといった局所

的かつタイミングの異なる変化を捉えることは難しい．

局所的な地域性の変化を捉える試みとして，MaedaらはNMF

により潜在的な土地利用特性を同定した上で，その重みを長期

追跡することで変化を検知する手法を提案した [6]．彼らは交

通系 ICカードの利用履歴データに対して手法を適用し，学期

の変わり目における学校付近の駅や，付近に商業施設が開業し

たタイミングでの駅において，駅の利用特性に変化が発生した

ことを検知した．しかしここでは，データ特性の観点から検知

可能な変化は駅周辺に限られ，広範囲での施設について変化を

検知，分析することは難しい．またこれらの手法では，検知さ

れた個々の都市動態の変化に関して，その原因となった施設変

化との関連について体系的な議論はなされておらず，人手で説

明を付与するにとどまっている．特に，広範囲の都市動態にお

いては日々多数の変化が検知されるため，それらの変化にどの

ような特徴があるのかを分析することは有用である．

そこで本研究ではまず，広範囲で取得された混雑統計データ

に対しMaedaらによる NMFに基づく変化点検知手法を一部

修正した上で適用し，土地利用特性の同定，および変化点検知

を行う．更に，各地で発生した土地利用特性の変化の原因を自

動で分類することを目的とし，実際に新規大規模施設ができた

場所，時間との関連付け，分析を行う．本稿ではまず，表層の

都市動態として携帯電話の GPSログデータに個人の非特定化

処理を加えた形で提供される混雑統計データを用い，平休日を

分割した上で NMFを行うことで，解釈可能な潜在時系列パタ

ンの抽出が可能であることを確認した．また各地域において地

域性を長期的に追跡し，統計検定を用いた変化点検知を行うこ

とで何らかの変化があった場所，時間を抽出した．さらに，施

設変化に関わる情報をウェブから収集し，都市動態の変化点と

紐付けることで，施設変化がもたらす地域性の変化の様相を分



析した．結果として，ショッピングモールといった大規模施設

ができることによる地域性の変化の傾向を定量的に確認した．

2 関 連 研 究

データドリブンな都市計画や出店計画の意思決定に向け，都

市動態に関わる様々なデータから，都市における人々の動きや

土地の使われ方をモデル化する試みがなされている．以下では

まず，GPSログデータなどといった表層の都市動態から，潜在

的な都市の役割や，人々の行動パタンの同定を行った研究を示

し，次にその長期的な変化を捉えることを試みた研究について

述べる．

2. 1 潜在的な地域の役割の同定

都市空間における人々の多種多様な活動の集合として現れる

都市動態から，潜在的な人の活動や，土地の使われ方を抽出す

る取り組みは多くなされている．教師あり学習による手法とし

て，Tooleらは携帯電話でのメッセージや通話を行った際に送

信される GPS ログを時間毎にカウントしたデータを用いて，

住宅地などといった土地の利用のされ方のクラス分類を行っ

た [3]．また教師なしによる手法として Yuanらは，タクシーの

GPS に基づく移動履歴から各地域における人流を推定し，土

地の利用のされ方に関する潜在パタンを LDAにより抽出した

上で，そのパタンを元に地域性のクラスタリングを行った [4]．

ここで土地の利用のされ方は，いくつかの基本的なパタンの組

み合わせであるという前提の下での解析がなされている．さら

に，付加的な情報を組み合せた研究として，Sunらは地図検索

の際に送信されるクエリのログを大規模に収集し，解析を行っ

た [7]．検索クエリには，検索された行き先情報の他に，検索

を行なった場所，および時間の情報が含まれる．行き先に関す

る情報から，地域ごとの人口を推定し，それぞれの地域におい

て，いつ，どこから人が移動してくるのかに関する潜在パタン

を抽出するといった，より詳細な分析を行なっている．

2. 2 都市空間の変化分析

本研究で対象とする都市動態の変化に着目した研究について

述べる．Fanら [5]は，2011年東日本大震災前後の都市の利用

特性の変化を分析するために，NTFを用いて携帯電話人口統計

データの解析を行なった．福島県全域における震災を含む 4ヶ

月間のデータに対し，一日の時刻 (time)，日付 (day)，及び 900

ｍ× 900ｍの空間メッシュを単位とした場所の系列 (area)から

なる 3-mode tensorを構成し，NTFによって 9つのパタン抽

出している．ここで各パタンは time, day, areaの 3つのmode

に関する特徴をもつ．例えば，一日の時系列を示す time方向

には夜間に人口が増えるというような特徴がありかつ，長期的

な特徴を示す day方向には震災後に減少するといったような特

徴をもつパタンが現れる．さらにその area方向の特徴を見る

ことで，震災後に住宅地が減った場所を確認することが可能と

なる．これらのパタンを定性的に分析することで，震災の前後

で住宅地や商業地域に対応する場所が減少した地域，および仮

設住宅等により人口が増えたと考えられる地域を特定した．し

かし Fan らによる手法は，パタン自体がもつ日付 (day) 方向

の系列に注目することで長期的な変化を捉えており，都市動態

の変化がパタン自体に現れる必要がある．そのため適用範囲は

広範囲で同時多発的に地域の使われ方が変化した場合に限定さ

れ，局所的に様々発生する地域性の変化を捉えることは難しい．

そこでMaedaら [6]は，一日の時刻 × (場所，日付）の系列

の 2-mode tensor，つまり行列の形で NMFを行うことで，時

空間に対して局所的に生じる地域特性の変化を捉える手法を提

案した．交通系 ICカードを用いて収集された駅改札の出入場

記録データに対して提案手法を適用し潜在的な駅利用特性パタ

ンを抽出した上で，平日午前の時間帯に出入場のピークが発生

するパタンに対する重みの値が特定の駅において変化したこと

などを検知している．この変化に関する分析として，付近に大

学があること，さらに変化の時期が学期の始業や終業のタイミ

ングに一致していることから，この駅利用特性の変化が学期の

切り替わりによって引き起こされたものであると考察している．

しかしここでは，データ特性の観点から検知可能な変化は駅

周辺に限られ，広範囲での施設に関する変化を検知，分析する

ことは難しい．またこれらの手法では，検知された個々の都市

動態の変化について，その原因となった施設変化との関連につ

いて体系的な議論はなされておらず，人手で説明を付与するに

とどまっている．特に GPSログデータを用いた広範囲の都市

動態においては多数の多種多様な変化が検知されるため，それ

らの変化について人手で解釈を行うことは困難であると考え

られる．そこで本研究ではまず，広範囲で取得された混雑統計

データに対しMaedaらによる NMFに基づく変化点検知手法

を一部修正した上で適用し，土地利用特性の同定，および変化

点検知を行う．更に，各地で発生した土地利用特性の変化の原

因を自動で分類することを目的とし，実際に新規大規模施設が

できた場所，時間に関するデータを webから収集した上で施設

変化と都市動態変化との関係を分析する．

3 局所的な地域性の変化解析手法

分析は，大きく 3つの連続するステップからなる．まず第一

に，表層の都市動態を表すログデータから NMFを用いて複数

の典型的な時系列パタン，及びその空間的な分布を得る手法を

説明する．次に，その地域性を長期的に追跡することで，各地

で発生する変化を検知する．最後に検知された変化について，

ウェブ上から収集した実際の施設変化情報と組み合わせること

で定量的に分析する．

3. 1 パタン抽出

本節では，Non-negative matrix Factorization(NMF) によ

る地域特性の抽出手法について説明する．NMFは，何らかの行

列X が与えられたとき，これを要素すべてが非負な 2つの行列

の積として表現する手法である．Fig. 1に今回適用する NMF

の概略図を示す．ここで週 tにおける各エリア及び一週間内の

各時刻における推定人口を要素とした行列 Xt を与える．なお

一般に都市動態は平休日で大きく異なるため，後の分析は別個



Fig. 1: 本手法で用いる NMFの概略図

でなされることが望ましい．そこで一週間の人口は平休日で平

均値により集約し，平休日合わせて 48時間の列とした．また，

対象とするエリア数を a, 対象とする期間の週数を bとすると，

行列 Xの行数 nはその組み合せ数 n = ab となる．このように

定義した m× n行列 Xに対し，NMFを行うことで Fig. 1に

示す形で各要素が非負である 2つの行列W,H が得られる．こ

こで，W の列数，H の行数K はハイパーパラメタとして予め

設定される．

NMFは以下の損失関数を最小化することにより求められる．

D(X,WH) =

I∑
i=1

J∑
j=1

d(Xi,j , t
T
i vj)

損失関数には 2乗誤差の他，一般化 KL-divergence等が用いら

れ，本稿では後者を用いる．なお最適化は NP困難 [8]である

ことが知られており，大域解を求めることは難しい．最適化の

アルゴリズムはさまざま提案されており，乗法的更新アルゴリ

ズムによる手法が広く用いられる [9, 10]．

NMFによって得られる行列 H はデータ X から抽出された

パタン数 K 個の典型的な時系列パタンを表す．また W は各

(area, week)の組に対して与えられる，それぞれの時系列パタ

ンに対する重みと解釈することができる．

3. 2 都市変化検知

行列 W に着目することで，NMF によって得られた各地域

の地域性の長期的な変化をみる．Fig. 9 に，特定の area にお

ける各パタンへの重みを週系列にプロットした例を示す．ここ

から週系列に変化点，つまり特定の週を境に統計的な性質が有

意に変わるような週があったか，ある場合それがどの週なのか

検出する，変化点検知の問題を考える．異常の集合としての変

化点を検知することは容易ではなく，これまでにさまざまな手

法が提案されている [11–13]．ここでは Maeda ら [6] と同様，

各点の局所的な前後の分布を比較することで変化点を検知する

手法を用いる．

まずNMFの結果得られる行列W から特定の areaにおいて，特

定のパタン kに関する重みの週系列wk = {w1, . . . , wj , . . . , wn}
を取り出す．さらにこの系列からある週 iの前後 r 週を抜き出

し，Pi = {wi−r, . . . , wi−1}, Qi = {wi, . . . , wi−1+r} を得る．
この Pi と Qi との間の距離 D(P ||Q) を週 i における変化度

Si と定義する．変化度を各週について計算することで，特定

のエリア，パタンに対する変化度の週系列が得られる．なお，

window size r はハイパーパラメタであり，r を大きくするほ

ど単発的な異常の影響を小さく見積もることができる．

さらにこの変化度に関して，式 (1)により近傍でのピークを取

ることで変化のあったタイミングを求めることができる．ここ

で，S∗
i を週 iにおける change scoreと定義する．

S∗
i =


Si (if Si = max

i−r<=j<=i+r
Sj)

0 (otherwise)

(1)

変化度における距離関数はデータや目的に適したものに設定

する必要がある．分布間の差を求めるにあたっては，P,Qそれ

ぞれに正規分布を仮定した上で Kullback-Leibrer divergence

（式 (2)) や Jensen-Shannon divergence(式 (3)) が用いられる

ことが多い [6]．しかし，本稿で対象とする混雑統計データで

は，メッシュ数が大きいために人の出入りが少なく分散が 0と

なるメッシュが大量に現れる．これに対し上のパラメトリック

な距離関数を用いると普段人がいない地域に偶然一人が通りか

かった場合に変化度が無限大に発散してしまうという問題が

ある．

DKL(P ||Q) = log
σq

σp
+

σ2
p + (µp − µq)

2

2σ2
q

− 1

2
(2)

DJS(P ||Q) =
1

2
log

σ2
p + σ2

q

2σpσq
+

(µp − µq)
2

4(σ2
p + σ2

q)
(3)

そこで本稿ではまず，二群の差の検定によりある週の前後で

統計的に有意な増加が見られる時空間メッシュを選択する．検

定には，人口の増加に伴い分散が増加することを考慮し，二群

に等分散性を仮定しないWelch の t 検定，およびノンパラメ

トリックな手法として，母集団の分布に正規分布を仮定せず，

群内における値の順位のみを用いる Brunner-Munzel検定 [14]

の二つの手法を検討した．また，本稿では新規施設の出現によ

りいずれかのパタンで人口に増加が現れることを検知するため

に各パタン毎に片側検定を行い，いずれかのパタンにおいて棄

却された時空間メッシュを選択する．

このようにして得られたメッシュの前後における各パタンの重

みの平均値の差によって変化度を式 (4)により定義し，式 (1)

により change score を計算する．なおここで，各場所におい

て計算される週 iの変化度，change scoreはともにパタン数K

次元のベクトルである．

D(P ||Q) = µq − µp

Si = D(Pi||Qi) (4)

次に，各時空間メッシュに関して得られる 10 次元の change

score を用いてランキングを行う．ランキングにはそれぞれの

パタンごとに標準化を行なった上での最大の要素を代表値とし

て用いた (式 (5))．

S∗
max = max

(
S∗
r − µr

σr

)
(5)



なお，µr, σr はそれぞれ，パタン rの change scoreの平均，標

準偏差である．

3. 3 変化の識別

変化検知においては様々な特徴をもつ変化が同時に検出され

る．それがどのような変化であるのかを NMFにより抽出され

たパタンを元に分析，分類することを目標とする．本項では変

化点における変化の原因を分類する試みとしてまず，K 次元の

change scoreから分散分析により変化の種類ごとに現れるパタ

ン変化の特徴を分析する．なおここでは，ウェブ上から特定の

新規施設に関する情報を収集し，変化点に対するラベルデータ

とする．

4 実 験

4. 1 データセット

　都市動態に関するデータセットとして，携帯電話から収集

された GPSログを元に，東京都，神奈川県全域における 250

メートル四方メッシュ内の 1 時間ごとの人口の推定を行った

「混雑統計®」データ 1を用いた．用いた期間は 2014年 12月

から 2018年 11月の 4年間である．

また変化検知，分析において用いる，実際に POI に変化が

あった事例として，当該期間内に新規にオープンしたショッピ

ングモール及び宿泊施設に関するデータをウェブ上 23から収集

した．収集したデータには施設名，及びオープンの日付が含ま

れており，施設名をもとに位置情報を取得した．

4. 2 NMFによるパタン抽出

「混雑統計®」データから，週毎に平日の平均時系列，及び

土日祝日の平均時系列を計算し，それらを連結した平日 24時

間＋休日 24時間の系列を一週間の時系列とする．また，推定

人口の期間を通した平均値が一定以下の空間メッシュを除き，

22979メッシュを対象とした．つまり，全期間 208週を考える

と，NMF を行う行列は (22979×208) ×48 の行列である．な

お本稿では以下，22979 地点からなる各 area を「250 ｍメッ

シュ」，あるいは「空間メッシュ」と呼び，areaと週から定義

される要素を「時空間メッシュ」と呼ぶ．

パタン数 K=10 として NMF をした結果得られる時系列パ

タンに関する行列 H を Fig. 2に示す．ここで，それぞれの時

系列パタン k は行列 H の k 行目に対応する．この時系列を見

ることで，解釈が可能な時系列パタンが抽出できていることが

定性的に確認できる．例として，パタン 5は平日の昼間に人口

が増えるため，オフィス街を表すようなパタンであるといった

1：「混雑統計®」データとは，NTT ドコモが提供するアプリケーション（※）

の利用者より，許諾を得た上で送信される携帯電話の位置情報を，NTT ドコモ

が総体的かつ統計的に加工を行ったデータである．位置情報は最短 5 分毎に測

位される GPS データ（緯度経度情報）であり，個人を特定する情報は含まれな

い．またデータの加工には「非特定化」「集計処理」「秘匿処理」がなされており

個人が特定されることはない．※ドコモ地図ナビサービス（地図アプリ・ご当地

ガイド）等の一部のアプリ．

2：http://www.jcsc.or.jp/sc data/sc open/2019opensc

3：https://www.traveltowns.jp/hotels/japan-new-hotels/

Fig. 2: NMF により抽出された 10 個の時系列パタン
「混雑統計®」© ZENRIN DataCom CO., LTD.

Fig. 3: pattern 5 の地理分布（2014 年 12 月初週）
「混雑統計®」© ZENRIN DataCom CO., LTD.

解釈が可能である．また，特定の週における各 area での重み

の値を可視化することでパタンごとの空間的な分布を得るこ

とができる．Fig. 3に，2014年 12月初週における pattern 5

の分布を地図上にヒートマップで表す．なお，地図タイルには

OpenStreetMapを用いた．ここから，このパタンが東京駅や

新宿といったオフィス街に分布していることが確認できる．次

節では，このようなパタンの重みに関して長期的に追跡した際

に，何らかの持続的な変化が起きた場所，週を特定することを

考える．

4. 3 変化点検知

特定のメッシュに対して 10パタンそれぞれBrunner-Munzel

検定，またはWelchの t検定を行い，いずれかのパタンにおい

て p < 0.01 に含まれる週を統計的に有意な変化があったタイ

ミングとして抽出する．なおいずれも片側検定とし，変化点検

知においてすべての window size r は 8とした．抽出された時

空間メッシュに対して，change scoreを計算し，ランキングを

行なった．なお，東京ドームや東京競馬場などといった既知の

大規模なイベント会場を含む空間メッシュについては，ランキ

ングを行う対象から省いている．

4. 3. 1 変化検知の結果

ウェブから収集したショッピングセンター 46件，宿泊施設

97件のオープンした場所，及びタイミングが捉えられているか

を評価した．ここで，新規施設のランキングは前後一週間のず

れを許容した値を用いた．Fig. 4, Fig. 5 に，change score に
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Fig. 4: シ ョ ッ ピ ン グ モ ー ル の ラ ン キ ン グ
「混雑統計®」© ZENRIN DataCom CO., LTD.
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Fig. 5: 宿泊施設のランキング「混雑統計®」© ZENRIN DataCom

CO., LTD.

よるランキング上位 10000 までの時空間メッシュを取ったと

きのショッピングモール，及び宿泊施設の検知数の推移をそれ

ぞれ示す．ここで，検定による時空間メッシュの選択をせず，

すべての点に対しランキングを行なった場合 (no filter)，およ

び Brunner-Munzel検定, Welchの t検定それぞれによって統

計的有意な増加があったと考えられる点のみを選択した上でラ

ンキングした場合とを比較した．この結果から，ショッピング

モール，宿泊施設の双方において二群の検定によりランキング

の対象となる時空間メッシュ数を減らすことで，既知の新規出

店があった時空間メッシュが上位にランキングされるように

なっており，検定にって時空間メッシュを絞ることの有効性が

確認された．なお以後の事例分析においては，Welchの t検定

により時空間メッシュを選択した上での change score を用い

たランキング値を利用した．

4. 3. 2 検知成功事例

検知が成功している例として，2015年 10月 29日にグランド

オープンした「三井ショッピングパークららぽーと海老名」に

おける，NMFによって得られたパタンごとの重みの週系列を

Fig. 9に示し，そこから得られる change scoreの系列を Fig. 10

に示す．ここで青の点線はオープンした週である．この時空間

メッシュにおけるランキングはすべての時空間メッシュの中で

10位であった．この結果から，当施設オープンに伴うパタン変

化が捉えられていることを定性的に確認できる．

4. 3. 3 評価対象とはしていないが上位にランキングされて

いる事例

ランキングの上位 2つを Fig. 11, Fig. 12に示す．一位の東

京駅，および二位の溜池山王における変化については，変化の理

由が判明していない．しかし，東京駅においては，平日昼に人

が増える pattern 5, 平日夕方の pattern 4，休日夕方の pattern

6など多くのパタンに増加が見られれていることから，駅内部

の動線に変化があったなどといった推測が立てられる．また，

溜池山王においては，平日の昼，夕方のパタンに増加が見られ

ることから，オフィスの転入があったといったことが変化の原

因として推測される．

4. 3. 4 検知失敗事例の分析

今回収集したショッピングモール，宿泊施設に関して，変化

点の検知に失敗した例を示す．Fig. 13 は 2015 年 11 月 19 日

にオープンした渋谷モディにおける patternごとの重みの週系

列である．この時空間メッシュは，施設に変化があったにも関

わらずパタンの変化が見られず，前後の分布に有意な増加がな

いとする検定で棄却されなかったためにランキングの対象とは

ならなかった．渋谷モディのある地域は商業施設が密集してお

り，当該施設が都市動態に大きな影響を与えていなかったと考

えられる．

4. 4 変化の識別

Welch の t 検定によるメッシュの選択を行なった上で，ラ

ンキング上位 5000に含まれた時空間メッシュを用いて，新規

ショッピングモール，および宿泊施設のオープンに伴ってどの

パタンに変化が見られるかを分析する．ここでまず，上位の時

空間メッシュにおける 10次元の change scoreを t-sne [15]を

用いて二次元に次元削減した結果を Fig. 6に示す．新規ショッ

ピングモールがオープンした時空間メッシュに対応する点は互

いに近くにプロットされており，同一のクラスタを形成してい

ることが確認できる．これに対し，宿泊施設 (hotel)について

は検知点数が少ない上に，それぞれが離れて分布しており，同

一のクラスタを形成しているとは言えないことが分かる．本稿

ではさらに，change scoreの内，どの要素が分類に寄与するの

かを示す指標として，各パタンについて分散分析を行なった．

ここで「ショッピングモール」と「ショッピングモール以外」

の二群について，パタンごとに分散分析を行なったときの F値

を Fig. 7 に示す．なおここで，自由度 (1, 4998) の F 分布よ

り，1 % 棄却域は 6.64である．この結果から，新規ショッピン

グモールがオープンした時空間メッシュでは，他の時空間メッ

シュと比較して pattern 6，4，8の値に有意差があるといえる．

ここから，ショッピングモールができた時空間メッシュでは，

休日夕方に人口が集まるという定性的な判断とも一致する．こ

こで，10次元の change scoreのうち，pattern 6の値のみでラ

ンキングを行なった際には上位 10位中 6点が新規ショッピン

グモールのオープンに対応する時空間メッシュであり，有効な

特徴量であることが確認された．
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Fig. 6: 上位 5000の変化点における change score を t-sne [15]

により可視化した結果「混雑統計®」© ZENRIN DataCom CO., LTD.

Fig. 7: 「ショッピングモール」と「ショッピングモール以
外」の二群に対してパタンごとに分散分析を行なった結果
「混雑統計®」© ZENRIN DataCom CO., LTD.

Fig. 8:「宿泊施設」と「宿泊施設以外」の二群に対してパタンごと
に 分 散 分 析 を 行 な っ た 結 果
「混雑統計®」© ZENRIN DataCom CO., LTD.

同様に，「宿泊施設」と「宿泊施設以外」の二群について分

散分析を行なった結果を Fig. 8 に示す．この結果から，新規

宿泊施設のオープンに伴って，平日午後に人口が増加すること

に対応する，pattern 4 に有意な変化が現れることが分かる．

pattern 4 についてのランキング上位を見ると，「ホテル グレ

イスリー新宿」の開業が 19位に現れている．

5 お わ り に

本論文では，携帯電話人口統計データによる表層の人口動態

から，NMFにより複数の潜在パタンを抽出し，地域性を同定

した．さらに，パタンによって定義される地域性に対し，その

長期的な変化を追跡，検知した．次に，実際に人口動態に変化

を与える可能性のある大規模新規施設に関するデータを取得

し，検知ができているかを定量評価した．最後に，変化に対す

る説明を加える手法として，特定の大規模新規施設ができた時

空間メッシュとそれ以外の変化点を二群とした統計分析を行っ

た．結果として，ショッピングモールといった大規模施設がで

きることによる地域性の変化の様相を定量的に確認した．

しかし現状として，検知された変化点のうち，web上からそ

の原因が特定できている点は少ない．そこで今後は，それらの

変化理由の特定が難しい変化点に対する情報を複数の情報源か

ら収集することを検討する．またさらに，検知された変化点か

らその原因を自動で分類する手法についても検討していきたい．
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Fig. 9: 「三井ショッピングパークららぽーと海老名」における NMF により抽出されたパタンの週系列
「混雑統計®」© ZENRIN DataCom CO., LTD.

Fig. 10: 「三井ショッピングパークららぽーと海老名」における NMFにより抽出されたパタンに対する change scoreの週系列
「混雑統計®」© ZENRIN DataCom CO., LTD.

Fig. 11: 一位　東京駅「混雑統計®」© ZENRIN DataCom CO., LTD.

Fig. 12: 二位　溜池山王「混雑統計®」© ZENRIN DataCom CO., LTD.

Fig. 13: 新規ショッピングモールができたが変化点の検知ができなかった例：渋谷モディ「混雑統計®」© ZENRIN DataCom CO., LTD.
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