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あらまし データ分析の需要が高まる中で，近年，フレッシュなデータに対する分析処理を可能にする HTAPに注目

が集まっている．一方でOLAPエンジン単体でも，リレーショナルデータベースに対して並列処理をすることでデー

タを迅速に処理する Spark SQLが注目されている．しかし従来のクエリ処理エンジンと比較した時に，すべてのクエ

リにおいて Sparkが高い性能を出すというわけではない．本研究では，HTAP上において複数の OLAPエンジンに

よる処理を考慮したクエリ分類法の提案を目的とし，CH-benCHmarkを用いて Spark SQLと PostgreSQLによるク

エリ処理時間の計測を複数のデータサイズ上で行う．計測結果に基づいて Spark SQLと PostgreSQLのそれぞれに適

したクエリの特徴を考察する．
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1 は じ め に

本研究は，HTAP(Hybrid transactional/analytical process-

ing)上において複数のOLAP (OnLine Analytical Processing)

エンジンの中から最も効率的にクエリを処理できるエンジンを

選択するシステムの構築を目指して，クエリ特性やデータサイ

ズが実行時間にどのように影響するのかを調べることで，クエ

リ分類法を提案することを目的とする．

1. 1 研 究 背 景

近年，OLTP (OnLine Transaction Processing)のトランザ

クション処理における更新内容を，OLAP にできるだけ瞬時

に適用することで，フレッシュなデータに対する分析処理の実

行を可能とする HTAPに注目が集まっている．OLAPエンジ

ン単体でも，企業の戦略的な意思決定を支援することができ

る分析処理の需要は高く，近年リレーショナルデータベース

に対して並列処理をすることでデータを迅速に処理する Spark

SQL [1]が注目されている．一方で従来のクエリ処理エンジン

の中でも，オープンソースのデータベース管理システムとして

分析処理を含めて多用されている PostgreSQL [2]は，拡張機能

を記述するためのサポートがあるため様々なシステムに採用さ

れている．Spark SQL と PostgreSQL の性能を比較する研究

は複数行われてきた [3], [4]が，これらの実験結果より，すべて

のクエリにおいて Spark SQLが高い性能を出すというわけで

はない．

そこで本研究では，Spark SQL と PostgreSQL の計測実験

を行い，様々なクエリがどちらのクエリ処理エンジンに適して

いるのか分類することを目的とする．TPC-Cに基づくトラン

ザクションワークロードと TPC-H と同等の OLAP クエリを

並列実行することができる CH-benCHmark [5], [6] を用いて，

96論理コアのマシン上で Spark SQLと PostgreSQLによるク

エリ処理時間の計測を複数のデータサイズで行う．計測結果に

基づいて，各クエリに対してデータサイズや各 OLAPエンジ

ンが生成するクエリプランがどのように影響するのかを調べる

ことで，Spark SQL と PostgreSQL のうちどちらのクエリ処

理エンジンを使えばより効率的に処理できるのか考察する．

1. 2 本稿の構成

本稿は以下の通りに構成される．２節では背景知識について

説明し，３節では関連する研究について述べる．４節では本研

究における手法を提案する．５節では実験環境，実験内容につ

いて述べ，実験結果から考察を行う．最後に６節で本稿の結論

を述べる．

2 背 景 知 識

2. 1 Spark SQL

リレーショナルクエリと複雑な手続き型アルゴリズムをシー

ムレスに組み合わせた，Apache Sparkのモジュールの 1つで

ある．Spark SQL の特徴の１つにデータの並列処理が挙げら

れる．Spark SQLは JDBCを使用して他のデータベースから

データを読み込むことができ，その際にパーティションを設

定することで DataFrameを複数に分割して並列処理すること

が可能になる．パーティション設定には，分割の基準となるカ

ラム名，そのカラム内要素の最小値，最大値，パーティション

数を指定する必要がある．本研究ではこの JDBCを利用して，

PostgreSQLで管理するデータベースを読み込み使用する．

2. 2 PostgreSQL

カリフォルニア大学バークレー校で POSTGRES プロジェ

クトとして実装が始まり，1996年に PostgreSQLとして正式に

リリースされた．その後も約 30年に渡って，機能の追加やバ

グ修正などが行われ続けている，オープンソースのリレーショ

ナルデータベース管理システムである．オープンソースのソフ

トウェアのため導入時の利用料がかからず，データベース内の

拡張機能サポートが優れており数多くのオープンソースソフト



ウェアと連携できるため，様々なシステムに使われている．そ

の拡張性に加えて，OLTP, OLAPワークロードの両方におい

て機能豊富であり，標準 SQLに準拠しているためデータ管理

に適している．

PostgreSQL と同じオープンソースデータベースである

MySQL と比較されることもある．MySQL では JOIN 方式

が Nested Loop Joinのみのサポートであるのに比べて，Post-

greSQLではNested Loop Joinの他にHash Join, Merge Join

をサポートしている．Nested Loop Join は結合対象のデータ

が小さい場合に適しているのに対して，複雑で大量なデータ

を扱う場合には Hash Join や Merge Join が向いているため

PostgreSQLが適している [7]．

2. 3 CH–benCHmark

OLTPのための TPC-Cと OLAPのための TPC-Hという

それぞれ確立されたワークロード間のギャップを埋めるために

開発された，複雑な混合ワークロードを実行するベンチマーク

である [5], [6]．

OLTPシステムはトランザクション指向のアプリケーション

にサービスを提供しており，多数のユーザーが広く使えること

と低いレイテンシに重点を置いている．一方で OLAPシステ

ムは戦略的な意思決定をサポートするため，大量のデータを分

析する．その中でも製品やサービスを管理・販売・配布しなけ

ればならない小売業者をモデルとしている TPC–Cと TPC–H

を CH–benCHmark では組み合わせている．これら 2 つのベ

ンチマークはそれぞれ異なるスケーリングモデルに従うが，

CH–benCHmarkではパフォーマンスに関係なくデータベース

サイズが SF (Scale Factor)で設定される TPC–Hのスケーリ

ングモデルを適用している．トランザクションは TPC–Cに準

拠した 5つのトランザクションを，クエリは TPC–Hの 22個

のクエリを CH–benCHmarkに適応させて使用している．

3 関 連 研 究

3. 1 HTAP

複数コア環境での HTAP性能を向上させる研究, [8], [9]がさ

れており，処理内容に応じて実行コアを指定するコアアサイン

手法を用いて OLTPの更新を OLAP対象データに適用する時

間を短縮することで，OLAP対象データのフレッシュネス向上

を図っている．しかしこの手法では OLTPの更新を OLAPへ

適用する更新適用性能を重視しており，OLAPの高速処理が困

難である．単一のエンジンで OLTPと OLAPの両方をサポー

トする HTAPシステムは多く存在するが，本研究では OLAP

のみに注目し，OLAP性能を向上させることを目標とする．

3. 2 複数 OLAPエンジンの性能評価

Flare [4]はクエリ実行時間の大幅な高速化を実現するために

開発された Sparkのバックエンドである．Spark SQLのクエ

リオプティマイザから取得できるクエリプランをネイティブ

コードにコンパイルし，非効率的な抽象化レイヤーを回避する

ことで実行時間の高速化を実現している．開発者の Essertelら

は Flareの性能を調べるためにリレーショナルワークロードと

機械学習カーネルで実験を行った．リレーショナルワークロー

ド上での実験では，PostgreSQL, Spark SQL, HyPer, そして

Flareの性能を比較するために SF10のデータベースを用いて

TPC–Hベンチマークを実行し，それぞれデータの読み込み時

間を除いた実行時間を比較している．

この実験結果より PostgreSQLと Spark SQLを比較すると，

Spark SQL の性能はほとんどのクエリで PostgreSQL の性能

に匹敵しているが，全てのクエリで Spark SQLの方が優れて

いるわけではない．また，各 OLAPエンジンがどのようなク

エリの処理を得意としているのかについての考察は行われてい

ない．この課題点を解決するために，数ある OLAPエンジン

の中から本稿では導入が容易な Spark SQLと PostgreSQLの

２種類のOLAPエンジンに絞り，クエリを実行した際のクエリ

プランを参照することで各 OLAPエンジンが得意とするクエ

リの特徴を考察する．本稿では，第一段階として異なる OLAP

エンジンでのクエリプランの違いを見るために２つの OLAP

エンジンに絞るが，今後，同様のアプローチを他の OLAPエ

ンジンにもできるか検討を進めていく．

4 提 案 手 法

本研究では HTAPの OLAP側で入力された OLAPクエリ

に対して，複数の OLAPエンジンの中から最も効率的にクエ

リ処理できるエンジンを選択することで迅速に分析結果を出力

することができる，図 1 のようなシステムの構築を最終目標

とする．OLTP側では PostgreSQLがデータの挿入，削除，更

新を担い，随時 OLTP更新の適用を OLAP側に行う．OLAP

側には複数の OLAPエンジンが用意されており，入力される

OLAPクエリを分類器で解析することでクエリに適したエンジ

ンを選択する．

この分類器作成の切り口として，本節ではクエリを Spark

SQLと PostgreSQLのどちらのエンジンで処理されるべきか選

択するためのクエリ分類法を提案する．このシステムは HTAP

を前提としているため，OLAPに対する OLTP更新の適用を

考慮する必要があるが，本稿では OLTP更新適用は考慮せず，

OLAPエンジンの性能評価と各 OLAPエンジンに適したクエ

リ分類の考察を行う．

前節を踏まえて，各 OLAPエンジンでの処理に適したクエ

リ特徴を分類する手法として次の２点に着目する．

4. 1 データサイズ

一般的にデータサイズが増加すると処理しなければならない

対象データも増えるため，クエリ処理にかかる時間も増加する．

データサイズと実行時間が比例する場合，データサイズに関わ

らず Spark SQLに適したクエリ，もしくは PostgreSQLに適

したクエリは一定である．一方で，データサイズの増加と実行

時間が比例しない場合，データサイズによって各 OLAPエン

ジンに適したクエリは変化するため，データサイズを考慮した

クエリ分類が必要になる．データサイズと各 OLAPエンジン
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での実行時間の関係を調べるため，Spark SQLと PostgreSQL

のそれぞれで複数のデータサイズのデータベースを用いて CH-

benCHmark の OLAP クエリを実行し，それぞれのクエリ処

理時間を計測する．

4. 2 クエリプラン

OLAPエンジンはクエリを受け取ってから実行するまでに，

SQL解析やクエリ最適化を行う．Spark SQLの場合，Catalyst

Optimizerというフレームワークによってクエリを解析，最適

化し，並列実行するための Physical Plan を生成する．Post-

greSQLの場合にも，クエリの構造とデータの性質に適したク

エリプランを選択するためのプランナが存在する．これらのク

エリプランは，同じクエリを実行した場合でもOLAPエンジン

によって異なる．全体のクエリ実行時間は処理に時間がかかる

クエリ演算子の数が影響すると考えられるため，各 OLAPエ

ンジンが生成したクエリプランのクエリ演算子の出現回数に着

目して，この回数と実行時間に関係があるか調べる．具体的に

は，Spark SQL と PostgreSQL 両方のクエリプランに共通し

て存在する主要なクエリ演算子の出現回数を数える．この回数

の多寡から，Spark SQL と PostgreSQL のどちらで処理した

方が好ましいのかクエリを分類する．

5 実 験

5. 1 実 験 環 境

表 1に本実験で用いるマシンの環境を示す．

Spark SQLの環境，主要な設定

• バージョン：3.0.1

• Javaバージョン：1.8.0

PostgreSQLの環境，主要な設定

• バージョン：12.3

• shared buffers：30 GB

• work mem：1 GB

• max connections：300

• max wal size：16 GB

Spark SQL のクエリ実行と計測については Python による

独自実装をする．JDBC を通して PostgreSQL で管理してい

るデータベースを読み込み，sparkmeasureを用いて処理時間

の計測を行う．PostgreSQLでは oltpbench [10]を用いること

表 1 実 験 環 境

CPU(s) インテル® Xeon ® Platinum 8260 プロセッサー

Thread(s) per core 2

Core(s) per socket 24

Socket(s) 2

NUMA node(s) 2

CPU MHz 2.4 GHz

L1d cache 32 KB

L1i cache 32 KB

L2 cache 1,024 KB

L3 cache 36,608 KB

memory 384 GB

でクエリの実行と処理時間の計測を行う．データベースは 1.5

TBの NVDIMMに格納し，PostgreSQLで管理する．

5. 2 実 験 内 容

Spark SQL と PostgreSQL それぞれで CH-benCHmark の

OLAP クエリのみを SF100, SF200, SF300, SF400, SF500,

SF1000（それぞれ 10 GB, 20 GB, 30 GB, 40 GB, 50 GB, 100

GB）の計 6種類のデータサイズ上で実行して，クエリ処理時間

の計測を行う．Spark SQLは PostgreSQLで管理しているデー

タベースを JDBCを使用して読み込み、この読み込みにかかる

時間もクエリ処理時間に含めて計測する．この時，DataFrame

を分割して並列処理するためのパーティション数は，SFと同じ

値に設定する．PostgreSQLにも複数の CPUを使用すること

でクエリ処理時間を短くするパラレルクエリがあるが，今回の

実験では使用しない．Spark SQL，PostgreSQLのそれぞれで

4回ずつ計測を行い，それらの平均値を計測値として扱う．各

回実行前には，Spark SQLの場合は OSのメモリキャッシュを

削除し，PostgreSQLの場合にはデータベースの shared buffer

の削除と OSのメモリキャッシュ削除を行う．

5. 3 予 備 実 験

Spark SQLは JDBCを通して PostgreSQLで管理している

データベースを読み込む際にパーティション数を指定して実

行することができるため，各スケールファクターに適したパー

ティション数を設定することができる．このパーティション数

を決定するため予備実験では 5.1節で説明した実験環境下にお

いて，SF100, 200, 300, 400, 500, 1000と複数のデータサイズ

で実験を行う．

5. 3. 1 実 験 内 容

Spark SQLで CH–benCHmarkのOLAPクエリのみを実行

してクエリ処理時間の計測を行う．SF200のデータベースに対

してはパーティション数を 200, 500に設定し，SF500のデー

タベースに対してはパーティション数を 200, 500, 1000 に設

定してそれぞれ実行する．それぞれ 4回ずつ計測を行い，それ

らの平均値を計測値として扱う．各回実行前には OSのメモリ

キャッシュ削除を行う．
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均クエリ処理時間

5. 3. 2 実 験 結 果

SF200,500のデータベースでそれぞれ複数のパーティション

数に設定して CH–benCHmarkクエリを実行した際の平均クエ

リ処理時間を図 2,3に表す．ただし，クエリ処理時間が 300秒

を超えた時点で計測を中断している．

SF200 のデータベースに対してパーティション数を 200 と

500に設定してそれぞれクエリを実行した場合，クエリによっ

てどちらの設定がより速く処理できるかは異なり，クエリ処理

時間の差も高々 6秒である．これよりどちらか一方に優位性は

見られない．

SF500 のデータベースに対してパーティション数を 200 に

設定してそれぞれクエリを実行した場合，多くのクエリが 300

秒以内にクエリを処理できなかった．一方でパーティション数

を 500に設定した場合，全てのクエリにおいてパーティション

数 200でかかった時間の 2分の 1以下でクエリを処理できた．

パーティション数を 1000に設定した場合のクエリ処理時間は，

500に設定した時の結果と比較するとクエリによってどちらが

より速く処理できるかは異なり，どちらか一方に優位性は見ら

れない．

これらの結果より，Spark SQLでデータを外部のテーブルか

ら読み込む際のパーティション数はスケールファクターと同数

に設定した場合に並列実行の効果が処理時間に現れ，スケール

ファクターより大きい値に設定してもクエリ処理時間には影響

を与えないことが示された．本実験ではパーティション数をス

ケールファクターと同数に設定して計測を行う．

5. 4 実 験 結 果

PostgreSQLと Spark SQLをそれぞれ 6種類のデータサイ

ズ上で実行した際の平均クエリ処理時間を図 4,5に示す．ただ

し，PostgreSQLにおいて 300秒を計測時間の上限とし，クエ

リ処理時間が 300秒を超えたものは全て 300秒として記録して

いる．各データサイズで Spark SQLに有利なクエリを表 2に

示す．これらの計測結果を基に考察を行う．

5. 5 考 察

実験から得られた Spark SQL, PostgreSQLそれぞれでのク
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均クエリ処理時間

0

25

50

75

100

125

150

175

200

225

250

275

300

Q1 Q2 Q3 Q4 Q5 Q6 Q7 Q8 Q9 Q10 Q11 Q12 Q13 Q14 Q15 Q16 Q17 Q18 Q19 Q20 Q21 Q22

平
均
ク
エ
リ
処
理
時
間
[s
ec
]

SF100 SF200 SF300 SF400 SF500 SF1000

図 4 データサイズを変更した時の PostgreSQL の平均クエリ処理

時間

0

20

40

60

80

100

120

140

160

180

200

220

240

Q1 Q2 Q3 Q4 Q5 Q6 Q7 Q8 Q9 Q10 Q11 Q12 Q13 Q14 Q15 Q16 Q17 Q18 Q19 Q20 Q21 Q22

平
均
ク
エ
リ
処
理
時
間
[s
ec
]

SF100 SF200 SF300 SF400 SF500 SF1000

図 5 データサイズを変更した時の Spark SQLの平均クエリ処理時間

表 2 各データサイズで Spark SQL の方がクエリ処理が速かったク

エリ

SF100 Q15, Q18

SF200 Q10, Q15, Q16, Q18

SF300 Q4, Q10, Q15, Q16, Q18

SF400 Q4, Q10, Q15, Q16, Q18

SF500 Q4, Q10, Q13, Q15, Q16, Q18, Q20

SF1000
Q1, Q4, Q5, Q6, Q7, Q8,

Q10, Q11, Q13, Q15, Q16, Q18, Q20

エリ実行時間の計測結果を用いて，データサイズを変化させた

時の実行時間の変化，そしてクエリプランからわかるクエリ特

徴を考察する．

5. 5. 1 データサイズ

各データサイズ，各クエリでの PostgreSQLの平均実行時間

を１に固定した時の Spark SQLの平均実行時間の割合を表し

たグラフが図 6である．Q19のみデータサイズの上昇に伴い，

PostgreSQL での平均クエリ処理時間に対する Spark SQL で
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図 7 PostgreSQL の実行時間を１に固定した場合の Spark SQL の

実行時間の割合 (Q19 を除いたもの)

の平均クエリ処理時間の割合が大幅に増加するため，Q19の結

果のみを除いたグラフが図 7 である．Spark SQL の割合が１

より小さい場合は，PostgreSQLと比べて Spark SQLの実行時

間が短いことを表し，割合が１より大きい場合は，PostgreSQL

よりも実行時間が長いことを表す．

図 6,7 より，多くのクエリではデータサイズの上昇に伴い

PostgreSQL に対する Spark SQL の平均クエリ処理時間が減

少する．表 2からもデータサイズが増えるほど Spark SQLで

の処理に適したクエリは増加し，あるデータサイズで Spark

SQLに有利なクエリはそれより大きいデータサイズでも Spark

SQLに有利である．これらより多くのクエリでは，データサイ

ズが大きいほど Spark SQLでの処理に適しており，SF1000の

時点では PostgreSQLの処理性能の方が高いクエリでもデータ

サイズを大きくした場合に Spark SQLに有利なクエリに切り

替わる可能性がある．

一方で Q19 を始めとするいくつかのクエリは，データサイ

ズの上昇に伴い PostgreSQLに対する Spark SQLのクエリ実

行時間も増加，あるいは減少しない．これらのクエリは，デー

タサイズを SF1000よりも大きくしたとしても PostgreSQLに

有利なクエリである可能性が高い．

5. 5. 2 クエリプラン

クエリプランで使用される主要なクエリ演算子をソート演算

子，集計演算子，結合演算子，スキャン演算子の 4種類に分類

する．クエリプランはデータサイズに依存しないと仮定して，

SF200のデータサイズ上で CH–benCHmarkの OLAPクエリ

を実行した際に，Spark SQL と PostgreSQL のクエリプラン

内で 4種類のクエリ演算子がそれぞれ何回実行されているのか

を調べる．各 OLAPエンジンでそれぞれどのようなクエリ演

算子が使用されているかを表 3に示す．

ある SFの大きさで Spark SQLの方が平均クエリ処理時間が

速いクエリは，それより大きい SFでも Spark SQLが優位であ

る．この性質を利用して，図 8に示すように CH–benCHmark

の OLAPクエリを次のように色分けした．

• SF100以上で Spark SQLに優位なクエリ：赤

• SF200以上で Spark SQLに優位なクエリ：橙

• SF300以上で Spark SQLに優位なクエリ：黄

• SF400以上で Spark SQLに優位なクエリ：黄緑

• SF500以上で Spark SQLに優位なクエリ：緑

• SF1000以上で Spark SQLに優位なクエリ：水色

• SF1000以下では PostgreSQLに優位なクエリ：青

ただし，本研究では SF1000 までのデータベースで実験を

行ったため，「SF1000以下で PostgreSQLに有利なクエリ」に

は SF1000よりも大きいデータサイズで Spark SQLに優位に

切り替わる可能性があるクエリが含まれる．

SF200のデータサイズ上で CH–benCHmarkの OLAPクエ

リを実行した際の集計データを視覚的に捉えるため，クエリ演

算子の種類毎に各クエリとクエリプラン内の演算子数の関係を

示すグラフを作成する．

4種類に分類したクエリ演算子が各クエリのクエリプランで

それぞれ計画された回数を図 9～12 にまとめた．各点は CH–

benCHmark の 22 個のクエリを表している．Spark SQL と

PostgreSQLでのクエリ演算子の回数が同じクエリが複数ある

場合，より小さいデータサイズで Spark SQLに有利なクエリの

色を優先し，隠れているクエリに関しては括弧内に記している．

図 9より，Spark SQLのクエリプラン内でのソート演算子数

はPostgreSQLのものよりも多いクエリが多い．これは，Spark

SQL では結合の際に SortMergeJoin が使用され，1 回の結合

につき大抵 2回ソート作業が行われるためである．

図 10より，多くのクエリプランで集計演算子が行われる回

数は重複しており，クエリによって集計が行われる回数は大き

く変わらない．これより集計演算子の合計回数からクエリ特徴

を見出すことは難しい．

多くのクエリでは各クエリで使用するテーブル数と同程度の回

数スキャンが行われる．このため，Spark SQLと PostgreSQL

それぞれのクエリプランで出現する回数が等しいクエリが多い

ことが図 12よりわかる．

Spark SQLに適したクエリの特徴

ここでは，データサイズが 300以下の場合に Spark SQLで

のクエリ処理時間の方が速いクエリ，言い換えれば赤色，橙色，

黄色に分類されるクエリを Spark SQLに適したクエリと定め

る．Spark SQLに適したクエリの集合を Slikeとおくと，

Slike = {Q4,Q10,Q15,Q16,Q18}



表 3 各 OLAP エンジンのクエリ演算子

クエリ演算子の種類 Spark SQL PostgreSQL

ソート Sort Sort

集計 HashAggregate

Aggregate

GroupAggregate

HashAggregate

結合 SortMergeJoin

NestedLoopJoin

MergeJoin

HashJoin

スキャン Scan JDBC Relation

SeqScan

IndexScan

IndexOnlyScan

BitmapIndexScan

BitmapHeapScan

SF1000より⼤きい

SF1000

SF500

SF400

SF300

SF200

SF100

図 8 Spark SQL が有利になる SF による色分け

図 9 Spark SQL, PostgreSQL それぞれのクエリプラン内でのソー

ト演算子の数

各クエリと結合演算子の数の関係を表す図 11より，グラフの

左下の部分，具体的には Spark SQLのクエリプランでの結合演

算子が 1以上 3以下の範囲（この範囲を Sとおく）には，Slikeの

クエリが集まっている．しかしこの範囲には PostgreSQLに適

したクエリも複数存在する．範囲 S内にある PostgreSQLに適

したクエリの集合を Plikefj (fjは，with a few join operations

を意味する)とおくと，

Plikefj = {Q3,Q12,Q13,Q14,Q17,Q19,Q22}

この範囲 S内にあるクエリの内，Spark SQLに有利なクエリ

のみが持つ特徴，もしくは PostgreSQLに有利なクエリのみが

持つ特徴が見つけられれば，範囲 Sから Plikefj を除外し Slike

のみを抽出することができる．

図 10 Spark SQL, PostgreSQL それぞれのクエリプラン内での集計

演算子の数

図 11 Spark SQL, PostgreSQL それぞれのクエリプラン内での結合

演算子の数

図 12 Spark SQL, PostgreSQL それぞれのクエリプラン内でのス

キャン演算子の数

ここでソート演算子の数に注目すると，Spark SQLでのソー

ト回数が 2以上 6以下，かつ PostgreSQLでのソート回数が 0

回, 1回の範囲（この範囲を Pとおく）には Plikefj のクエリが

集まっている．範囲 S内にあるクエリと，P内にあるクエリを

比較すると表 4 のようになる．これよりソート回数を Plikefj

のクエリのみが持つ特徴として，範囲 S 内にあるクエリから

PostgreSQL に有利なクエリを除外することで Spark SQL に

適したクエリを残すことができる．

PostgreSQLに適したクエリの特徴

ここでは，データサイズが SF500以下の場合に PostgreSQL



表 4 結合演算子とソート演算子の数に注目した際のクエリ

S 内にある Slike クエリ Q4,Q10,Q15,Q16,Q18

S 内にある Plikefj クエリ
Q3,Q12,Q13,

Q14,Q17,Q19,Q22

P 内にあるクエリ
Q3,Q4,Q12,

Q14,Q17,Q19,Q22

{S 内にあるクエリ }-{P 内にあるクエリ } Q10,Q13,Q15,Q16,Q18

でのクエリ処理時間の方が速いクエリ，言い換えると水色，青

色に分類されるクエリを PostgreSQL に適したクエリと定め

る．PostgeSQLに適したクエリの集合を Plikeとすると，

Plike = {Q1,Q2,Q3,Q5,Q6,Q7,Q8,Q9,Q11,Q12,Q14,

Q17,Q19,Q21,Q22}

各クエリとクエリ演算子の数の関係を示すグラフを視覚的に

捉えると，ソート演算子，結合演算子，スキャン演算子の数が

極端に少ない，または極端に多いクエリは PostgreSQLに適し

たクエリとなっている．具体的には，以下のいずれかに該当す

るクエリは PostgreSQLに適したクエリである．

• Spark SQL のクエリプランでのソート演算子の数が 2

以下，または 11以上

• Spark SQLのクエリプランでの結合演算子の数が 0，ま

たは PostgreSQLのクエリプランでの結合演算子の数が 9以上

• PostgeSQLのクエリプランでのスキャン演算子の数が 6

以上

それぞれの条件を満たすクエリは表 5であり，Plikeのクエリ

15 個の内，上記のいずれかの条件を満たすクエリは 11 個で

ある．

PostgreSQLでのクエリプランに出てくるスキャンの内，イ

ンデックスを使用したスキャンに注目する．これらのスキャン

では，Index Condという条件が設けられており，この条件を

満たす場合のみインデックスを使用したスキャンが実行され

る．今回の実験で使用した CH–benCHmarkの OLAPクエリ

の内，Q3, Q4, Q5, Q7, Q8, Q9, Q19, Q22ではインデックス

を使用したスキャンが計画されている．これらの中で，Q4を

除いた 7つのクエリは PostgreSQLでの処理に適した Plikeな

クエリである．ここで，PostgreSQLのクエリプランだけでな

く実際にクエリが実行された時の処理時間等の情報を調べると，

Q4のみ Index Condの条件を満たさず，実際の実行時にはイ

ンデックスを使用したスキャンが行われていないことがわかっ

た．このことより，PostgeSQLでのクエリプランでインデック

スを使用するスキャンが計画され，尚且つ，Index Condを満

たし実際の実行時にもこれらのスキャンが行われるクエリは，

PostgreSQLでの処理に適した Plikeなクエリであることがわ

かる．

6 お わ り に

6. 1 ま と め

本稿では，CH-benCHmarkのOLAPクエリを用いて Spark

表 5 PostgreSQL に適したクエリの条件

Spark SQL でのソート回数が

2 以下，または 11 以上

Q1,Q2,Q5,Q6,Q7,

Q8,Q9,Q14,Q19,Q21

Spark SQL での結合回数が 0，

または PostgreSQL での結合回数が 9 以上

Q1,Q2,Q5,

Q6,Q8,Q9,Q21

PostgreSQL でのスキャン回数が 6 以上
Q2,Q5,Q7,

Q8,Q9,Q11,Q21

上記のいずれかを満たすクエリ
Q1,Q2,Q5,Q6,Q7,

Q8,Q9,Q11Q14,Q19,Q21

SQLと PostgreSQLにおけるクエリ実行時間の計測実験を行っ

た．計測結果に基づいて，各クエリに対してデータサイズ，各

クエリ処理エンジンでのクエリプランがどのように影響するの

かを調べることで，Spark SQL と PostgreSQL のうちどちら

のクエリ処理エンジンを使えばより効率的に処理できるのか考

察した.

複数のデータサイズ上で CH–benCHmarkの OLAPクエリ

を実行した際のクエリ実行時間計測結果より，多くのクエリ

ではデータサイズの上昇に伴い，PostgreSQLに対する Spark

SQL の相対的なクエリ処理時間が減少する傾向にある．これ

らのクエリは SF1000の時点で PostgreSQLの処理性能の方が

高いクエリであったとしても，データサイズを更に大きくした

場合に Spark SQLに有利なクエリに切り替わる可能性がある．

一方でデータサイズを上昇させると PostgreSQLの処理性能が

高くなるクエリも一部あり，これらのクエリはデータサイズ

に関係なく PostgreSQLでの処理に適していると考えられる．

データサイズを上昇させた時の PostgreSQL に対する Spark

SQLのクエリ処理時間割合の増減は，クエリにより異なる傾向

があることがわかった．

クエリプランで使用される主要なクエリ演算子をソート演算

子，集計演算子，結合演算子，スキャン演算子の 4種類に分類

し，SF200のデータサイズ上で CH–benCHmarkの OLAPク

エリを実行した際に，Spark SQL と PostgreSQL のクエリプ

ラン内で 4 種類のクエリ演算子がそれぞれ何回実行されてい

るのかを調べた．結合演算子とソート演算子の数がそれぞれあ

る一定の範囲内にあるクエリは Spark SQLでの処理に適した

クエリであった．ソート演算子，結合演算子，スキャン演算子

の数が極端に少ない，または極端に多いクエリは PostgreSQL

での処理に適したクエリとなっていた．これより，Spark SQL

に適したクエリ，あるいは PostgreSQLに適したクエリの分類

に，クエリプランで使用されるクエリ演算子の回数の閾値を使

用できる可能性があることがわかった．

PostgreSQLでのクエリプランではスキャンが複数種類あり，

その内のインデックスを使用したスキャンに注目すると，イン

デックスを使用したスキャンがクエリプランにおいて計画され，

尚且つ，クエリ実行時に実際にインデックスを使用したスキャ

ンが実行されるものについては，PostgreSQLでの処理に適し

たクエリに分類できる可能性があることがわかった．



6. 2 今後の課題

本稿では，OLAP エンジンはデータサイズに依存すること

なくクエリプランを生成すると仮定して考察を行った．Spark

SQL で生成されるクエリプランについては，データサイズを

変更してもクエリプランが変化することはなかった．しかし

PostgreSQLで生成されるクエリプランについて，一部のクエ

リではデータサイズを変更するとクエリプランも異なるものが

生成される．例として，Q11のクエリプランは SF200以下で

は図 13，SF300以上では図 14となる．ただし両方に共通する

部分は省略してある．図 13,14からわかるように，SF300以上

ではソート演算が追加されており，これはクエリプラン内で特

定の演算子が計画された回数を表すグラフに影響する．このた

め，演算子の数から Spark SQLに適したクエリ，PostgreSQL

に適したクエリを分別するためには，データサイズを変更した

時のクエリプランの変化を考慮する必要がある．

クエリプランから各 OLAPエンジンに適したクエリを分類

する際に，Spark SQLに適したクエリ・PostgreSQLに適した

クエリを定義したが，目標とする分類器が実際に使用される環

境を考慮した上でそれぞれの定義をする必要がある．

クエリプランから各 OLAP エンジンに適したクエリを分

類する方法として提示した複数の条件の評価として，CH–

benCHmark の OLAP クエリしか対象にしていない．CH–

benCHmark以外のクエリも用いて評価するとともに，それぞ

れの条件の論理的な根拠を解明し，より汎用的な分類法を目

指す．

Spark SQL の並列分散処理という特徴を考えると，実験環

境として分散環境でクエリ実行時間の計測実験を行い，Post-

greSQL での実行時間と比較した上で各 OLAP エンジンに適

したクエリを分類することが望ましい．

HyPerや Flareなどのように性能の高い OLAPエンジンは

数多く存在するが，本稿ではその中でも導入が容易な Spark

SQLと PostgreSQLを用いてクエリ分類を試みた．しかし，ク

エリに適した OLAPエンジンを選択するための分類器作成に

よる OLAP性能向上を図るためには，実験対象とする OLAP

エンジンを増やし，各クエリの処理により適したエンジンを追

究することが必要である．

本研究の最終目標は，HTAPのOLAP側で入力されたOLAP

クエリに対して分析結果を迅速に出力することができるシス

テムの構築である．本稿では OLAP エンジン性能評価のた

め，OLTP更新適用を評価の対象としなかったが，OLTPから

OLAPへの更新適用を考慮した実験が必要がある．
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図 13 SF200 以下で PostgreSQL が生成する Q11 のクエリプラン

図 14 SF300 以上で PostgreSQL が生成する Q11 のクエリプラン
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