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あらまし コールセンターでは顧客からのサポート対応や通信販売の申し込み電話等, 日々多くの業務を行っている.

そのため, 多くのオペレータが顧客との電話を行っており, 1センターあたりの会話数は膨大なものとなる. そこで必

要となるのが, オペレータの顧客との会話に対して適切な評価を行うことであるが, 会話数が膨大であるため人力で行

うことが困難であるという問題がある. そこで, 本論文では, 音声感情データの解析によって, オペレータと顧客の感

情状態の遷移を抽出し, 優れた会話群をもつクラスタを発見することで, 応対評価の効率化のための課題を明確にする.
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1 は じ め に

企業と顧客の接点の一つとして, 電話での応対を行うコール

センターがある. コールセンターでは, 日々多くの業務を行っ

ており, その業務はサポート対応や通信販売の申し込み, 新規顧

客の獲得や, マーケティング調査など多岐にわたる. また, 応対

の良し悪しが顧客の好感度を決める大きな要因となる場合があ

る. 商品を注文する際や, 問い合わせの際に担当するオペレー

タの応対が良ければ, 顧客の好感度が上がり, 再購入や知人への

紹介につながるが, 応対が悪ければ, 好感度が低下し, 解約や悪

い口コミの伝播にも繋がりかねない. このように, 顧客と直接

応対を行うコールセンターは, 企業イメージを作る重要な要素

である. そのため, 顧客満足度向上を目的として応対品質の向

上や, 受電数に合わせたオペレータ数の確保が必要となる [1].

その中でも, 応対品質確保のためには新人オペレータの教育

及び既存オペレータの適切なマネジメントが不可欠である.

しかし, オペレータのマネジメントを行う際に各オペレータ

の応対を評価する必要があるが, 会話数が膨大で人力で評価す

ることはコストが高い. 会話の中には通信販売の申込みなど, 購

入/非購入の応対結果が明確なものもあるが, すべての業務が明

確な応対結果を持つわけではない. 例えば, 既存顧客からの問

い合わせのみの窓口などが例として上げられる.

また, 通信販売において結果として非購入になった際でも, オ

ペレータの応対が良く顧客が満足していた場合には, 再度購入

を検討し, その後購入に至る場合があるためそのような会話は

適切に評価されなければならない. 応対結果以外の会話の評価

手法として, 顧客に会話毎にアンケートを取ることが考えられ

る. しかし, 会話毎にアンケートを取ることはコストがかかり,

顧客の協力を得られなかったり, アンケートを早く終わらせる

ために適当に評価することがあるなど, 回答がどの程度信頼で

きるか不明である.

そこで, 本論文では音声感情値を用いて, 感情状態の遷移に

着目しオペレータの応対評価が行えないかと考えた. 具体的に

は, オペレータの感情遷移と顧客の感情遷移を解析し, 似た遷移

を持つオペレータのクラスタを抽出し, 各クラスタの特徴を見

る. それによって, 良い応対の会話があつまったクラスタがあ

れば, そのクラスタに属する, 応対評価が未知のデータに対し

ても応対評価を行うことができるのではないかと考えた. 感情

遷移の抽出には隠れマルコフモデル (Hidden Markov Model,

HMM [5]) を用い, 多様な感情パラメータ値の変化を隠れ状態

の遷移として捉える. 隠れ状態遷移パターンのクラスタリング

は, 隠れ状態遷移を遷移確率行列に変換し, k-means 法を用い

て行った.

本論文は以下のように構成する. 第 2章では, コールセンター

並びに本論文で使用している技術の関連研究について述べる.

第 3章では, 本論文の問題定義を行う. 第 4章では, 提案手法に

ついて述べる. 第 5章では実験, 第 6章では本論文のまとめに

ついて述べる.

2 関 連 研 究

近年, コールセンター業務に対して様々な観点から分析が行

われている. 例えば, 応対内容のテキストを用いたものでは,

Mishneら [2]などが挙げられる. Mishneらは, 会話内容を音声

認識を用いて文字におこし, テキストマイニングによって会話

の重要度を特定し, 問い合わせに対する解決策を検索するシス

テムを提案した.

また, オペレータの離職抑制を目的とした事例として, オペ

レータの属性や勤怠, パフォーマンス等を用いたものがある [3].

これは, コールセンターで働くオペレータの勤怠状況やオペレー

タの属性を用いて, 在職/退職データを教師データとして離職し

そうな人を発見するモデルを構築するものである. そして, 毎

月の全国の拠点の本番データに対してモデルを適用した結果か

ら, 離職しそうな人に適切な対処をすることで離職数を抑制す

る. しかし, この事例ではモデルの構築のため様々なデータを

収集する必要があり, データ準備のコストが高い. そこで, 本論

文では, 会話の音声から自動的に生成された音声感情データの



みを使用することで, データ準備のコストを下げている.

感情解析の分野では, Ching ら [4] は, Yelp のレストランレ

ビューに対して, アスペクトベースの感情解析と, 線形回帰を

用いて顧客満足度を予測し, 顧客満足度の維持および改善を

行った.

本論文で使用している隠れマルコフモデル (Hidden Markov

Model, HMM [5])は, 観測されない隠れた状態を持つマルコフ

過程を用いたものである. k 個の潜在状態を持つ隠れマルコフ

モデル θ = (A,B,Π)は次の 3項目で定義される.

• A = {aij}ki,j=1 : 状態遷移確率分布

• B = {bi(x)}ki=1 : 出力確率分布

• Π = {πi}ki=1 : 初期状態確率分布

隠れマルコフモデルは音声合成や設備状態管理, バイオインフォ

マティクス, 音楽予測などに使用されている. 応用例として, 音

声合成では酒向ら [6]などがある. これは, スペクトルと基本周

波数パターンを HMMによりモデル化し, 自然な歌声を合成す

るものである. 設備状態管理では, 小林ら [7]は, 複合的隠れマ

ルコフ劣化モデルで道路舗装の劣化に関して表現した. バイオ

インフォマティクスの分野では, Manogaranら [8]は, HMMを

用いてゲノム全体の DNAコピー数の変化を検知するアルゴリ

ズムを提案した. 音楽予測では, Liら [9]は隠れマルコフモデル

を用い, 音楽シーケンス予測を行った.

また, Shiら [10]は, 個人の行動パターン等が異なるときにも

適用できる, 個人ごとにパーソナライズされた HMMモデルの

構築を行った.

本論文では, 音声感情値を対象とし, その状態遷移を HMM

で捉え, 解析を行う.

3 問 題 定 義

この章では, 本論文に使用するデータセットの説明と問題の

定義を行う.

表 1に主な記号と定義を示す. 今回用いるデータセットであ

る, n会話のオリジナルデータ集合を Do = {Do1, . . . ,Don}と
する. このオリジナルデータに対して, 後述する前処理した後

のデータを D = {D1, . . . ,Dn} とする. このとき, i 番目の会

話 Di には, d 次元のオペレータの会話データ Ci
(d)
OP と顧客の

会話データ Ci
(d)
CU が含まれている. 次元 d はデータにおける

パラメータの数を表し, i 番目のオペレータ・顧客の会話には

liOP, liCU 個のセグメントが含まれている. よって, 各会話は l

個のセグメントにおける観測値を持つ d次元の時系列データと

して表される. この観測値は d個の感情パラメータの値を持つ.

感情パラメータの一部とその説明を表 2に示す. また, 各会話

はオペレータ名 (OPname)と会話開始日時 (Date)をメタデー

タとして持つ.

定義 1(クラスタリング結果)

会話をクラスタリングした結果をF = {f1, . . . , fn}(0 <= fi <

ck) と表し, fi は i番目の会話がクラスタ fi に属することを表

す. 例えば, 1番目の会話がクラスタ 2に, 2番目の会話がクラ

表 1: 主な記号と定義

記号 定義

Do n 会話のオリジナルデータ集合 Do = {Do1, . . . ,Don}
D n 会話の前処理後のデータ集合 D = {D1, . . . ,Dn}

Di i 番目の会話データ Di =

(
Ci

(d)
OP, Ci

(d)
CU

)
Ci

(d)

OP/CU

i 番目の d 次元のオペレータ/顧客の会話データ

Ci
(d)

OP/CU
=

{
s
(d)
1 , . . . , s

(d)
liOP/CU

}
d 会話データのパラメータ数 (データ次元数)

liOP, liCU i 番目のオペレータ/顧客の会話のセグメント数

s
(d)
k

会話内における k 番目のセグメントの d 次元の観測値

M 会話のメタデータ集合M = {M1, . . . ,Mn}
Mi i 番目の会話のメタデータMi = (OPname,Date)

Z
HMM 状態系列集合

Z = {(Z1OP , Z1CU ), . . . , (ZnOP , ZnCU )}

ZiOP/CU

i 番目の会話のオペレータ/顧客の HMM 状態系列

ZiOP/CU = {z1, . . . , zliOP/CU
}(0 <= zk < hk)

hk HMM 隠れ状態数

Ztm

HMM 状態遷移確率行列集合

Ztm = {(Ztm1OP , Ztm1CU ), . . . ,

(ZtmnOP , ZtmnCU )}

ZtmiOP/CU

i 番目の会話のオペレータ/顧客の

大きさ hk × hk の HMM 状態遷移確率行列

F クラスタリング結果 F = {f1, . . . , fn}(0 <= fi < ck)

ck クラスタ数

E オペレータ・顧客間の類似度 E = {e1, . . . , en}

表 2: 感情パラメータの一部とその説明

パラメータ 説明

Energy エネルギーの大きさを示す

悲しみや疲労感, 快適さ, 精力的なさま, などを示す

Stress 緊張を示す

Embarrassment 不快感を示す

Hesitation 快適さを示す

Uncertainty 自信の度合いを示す

Excitement 興奮や高揚を示す

Concentration 集中の度合いを示す

スタ 3に, 3番目の会話がクラスタ 0に分類されたとき, クラス

タリング結果は, F = {2, 3, 0}となる.

また, 各会話におけるオペレータと顧客の HMM遷移確率行

列の類似度を E = {e1, . . . , en}とする. ここで, ei は i番目の

会話におけるオペレータと顧客の HMM遷移行列の類似度を平

均二乗平方根誤差 (RMSE, Root Mean Square Error)で算出

したものである.

本論文の目的は, n 個の会話データ集合 D = {D1, . . . ,Dn}
が与えられたとき, 会話のクラスタリング結果 F =

{f1, . . . , fn}(0 <= fi < ck) とオペレータ顧客間の遷移確率

行列の類似度 E = {e1, . . . , en}を求めることで, 各会話の分類

とクラスタの特徴を発見することである. これを, 以下のよう

に細分化して問題に取り組む.



図 1: 提案手法

問題 1(前処理)

オリジナルデータ集合 Do = {Do1, . . . ,Don} を D =

{D1, . . . ,Dn} へと変換する. 会話データに含まれる d 個の

パラメータはそれぞれ取りうる範囲が異なるため, 取りうる値

の範囲を揃える正規化処理を行う.

問題 2(データの要約 1)

会話 Ci
(d)

OP/CU が与えられたとき, hk 個の状態を持つ HMM

を用いて HMM状態列 ZiOP/CU (0 <= zk < hk)を求める. これ

により, 1次元の時系列データとなり, 各感情パラメータの値を

要約することができる.

問題 3(データの要約 2)

HMM状態列 ZiOP/CU が与えられたとき, 大きさ k× kの状

態遷移確率 ZtmiOP/CU を求める. ZtmiOP/CU [a, b](0 <= a, b <

hk)は状態 aから状態 bへの遷移確率を表す. すべての会話の

状態遷移確率行列集合を Ztm とする. これにより, 長さの異な

る会話を同じサイズの配列としてクラスタリングを行う.

問題 4(会話のクラスタリング)

HMM状態遷移確率行列集合 Ztm が与えられたとき, Z に含
まれるオペレータの会話データを対象にクラスタリングを行い,

クラスタリング結果 F = {f1, . . . , fn}(0 <= fi < ck)を得る.

問題 5(オペレータ/顧客の類似度算出)

HMM状態遷移確率行列集合 Ztm が与えられたとき, 各会話

におけるオペレータと顧客の HMM状態列の類似度を RMSE

で算出した, E = {e1, . . . , en}を得る.

4 提 案 手 法

本論文では, オペレータ/顧客の音声感情データが与えられた

とき, オペレータのデータで会話をクラスタリングし, 応対評価

を行う手法を提案する. 第 3章で設定した問題に沿って, 提案

手法を述べる. 図 1に提案手法の流れを示す.

4. 1 手順 1(前処理)

オリジナルデータ集合 Do = {Do1, . . . ,Don}において, 各パ

ラメータの定義域が異なることを解消するため, 各列に正規化

を行う. まず, すべての会話データを縦に結合した場合の各列に

ついて最大値, 最小値を求め,Y = (X − xmin)/(xmax − xmin)

で正規化をする.(X:元データ, Y :変換後のデータ) これにより,

各列は最大値 1, 最小値 0のデータとなる.

4. 2 手順 2(データの要約 1)

正規化したデータを隠れマルコフモデルで要約する. 具体的

には, オペレータ/顧客の会話データをモデルに入力し, 各セグ

メントの観測値が hk 個の状態のうち, どの隠れ状態に属するか

を示す状態系列 ZiOP/CU = {z1, . . . , zliOP/CU
}(0 <= zk < hk)

を得る.

4. 3 手順 3(データの要約 2)

HMM状態系列集合Z = {(Z1OP , Z1CU ), . . . , (ZnOP , ZnCU )}
が与えられたとき, この状態系列は各会話によって長さが異なる

ため, さらに要約を行う. 具体的には, 状態系列における状態 a

から状態 bへの遷移確率を求め (0 <= a, b < hk),状態遷移確率行

列集合 Ztm = {(Ztm1OP , Ztm1CU ), . . . , (ZtmnOP , ZtmnCU )}
を作成する. 一つの状態遷移確率行列 ZtmiOP は hk × hk の大

きさを持ち, a行は状態 aにおける各状態への遷移確率を表す.

たとえば, 状態系列 ZiOP = {0, 0, 1, 2, 2, 3, 0} が与えられ
た場合, 状態 0 からの状態の変化をみると, (0 → 0) が 1 回,

(0 → 1) が 1 回である. 同様に (1 → 2):1 回,(2 → 2):2 回,

(2 → 3):1回, (3 → 0)が 1回であるから, 生成する状態遷移確

率行列 ZtmiOP は以下のようになる.



ZtmiOP =


0.5 0.5 0 0

0 0 1 0

0 0 0.5 0.5

1 0 0 0


4. 4 手順 4(会話のクラスタリング)

手順 3 で生成した状態遷移確率行列のうち, オペレータの

状態遷移確率行列を用いて会話のクラスタリングを行う. ま

ず, 状態遷移確率行列を長さ hk × hk の 1次元のベクトルに平

らに加工し, k-means法によりクラスタリングを行う. このと

き状態数を ck に設定し, 各会話におけるクラスタリング結果

F = {f1, . . . , fn}(0 <= fi < ck)を得る. これにより, オペレー

タが似た状態遷移を取る会話群を得ることができる.

4. 5 手順 5(オペレータ/顧客の類似度算出)

手順 3で生成した状態遷移確率行列において, オペレータと

顧客の状態遷移確率行列の類似度を求める. 具体的には, n 個

の各会話においてオペレータと顧客の状態遷移確率行列の各値

を用いて, 平均二乗平方根誤差 (RMSE)E = {e1, . . . , en}を計
算する. この値が大きければ類似度が低く, 異なる状態遷移を

行っていることを示し, 小さければ類似度が高く, 類似の状態遷

移パターンであることを示す. クラスタ毎のこの類似度の分布

より, クラスタ分類が効果的に行えたかどうかを評価する.

5 実 験

本章では, 提案手法を用いて実データに対して実験を行った

結果について述べる.

5. 1 データセット

データセットは, コールセンターにおけるオペレータと顧客

の 1,577会話を含む音声感情値データである. データに含まれ

るオペレータ人数は計 12人である. 会話内容は, 通信販売にお

ける定期購入の既存顧客からの入電対応業務であり, 各会話に

は応対結果として, [(解約阻止) 成功, 問い合わせ, (解約阻止)

失敗]の 3種類のラベルが付与されている.

5. 2 実 験 条 件

本実験では, 隠れマルコフモデルの状態数 hk を 4, k-means

のクラスタ数 ck を 4とした.

5. 3 結 果

（ 1） クラスタ毎の RMSE値分布

データをクラスタリングした結果を図 2, 図 3に示す. 図 2は

各クラスタにおける会話数を表し, 横軸はクラスタ番号, 縦軸

はそのクラスタに含まれる会話数である. 図 3は各クラスタに

おいての RMSEのヒストグラムを表す. 横軸は RMSE値であ

り, 縦軸はその階級に含まれる会話数である. ヒストグラムの

階級幅は 0.05である.

（ 2） クラスタ毎のラベル分布

分類された会話のクラスタ毎のラベルの分布を図 4, 表 3に

示す. 縦軸は分類されたクラスタを示し, 横軸はクラスタに属

図 2: 各クラスタの会話数

(a) クラスタ 0 (b) クラスタ 1

(c) クラスタ 2 (d) クラスタ 3

図 3: 各クラスタの RMSE ヒストグラム

図 4: クラスタ毎のラベル分布

表 3: クラスタ毎のラベル分布

クラスタ 失敗 問合せ 成功

0 241 137 6

1 337 122 12

2 218 91 7

3 289 111 6

する会話数である.

（ 3） オペレータ毎のクラスタ分布/クラスタ毎のラベル分

布提案手法を用いてデータをクラスタリングした結果のオペ

レータ毎のクラスタ分布と, クラスタ毎のラベル分布を図 5に



示す.

図 5において, 1人のオペレータは 2本の棒グラフで表され

ており, グラフの横軸は会話数である.

上段は, 当該オペレータの会話が各クラスタに割り当てられ

た数を表している. 下段は, 当該オペレータの各クラスタに割

り当てられた会話のうち, 応対結果ラベル毎の分布を示す.

図 5: オペレータ毎のクラスタ分布/クラスタ毎のラベル分布

5. 4 考 察

（ 1） クラスタ毎の RMSE値分布

クラスタリングにより, オペレータの状態遷移が似たものを

持つ会話の集合は得ることができたが, 各クラスタにおける有

意な RMSE分布の差を見ることはできなかった. これは, オペ

レータと顧客の感情遷移の差の分布がクラスタ間で違いがあま

りないことを示す.

原因としては次の 3点が考えられる. (a) パラメータ数 dが適

切でなく, HMMの状態を上手く捉えられていない. (b) HMM

状態数 hk が適切でなく, 感情状態の遷移が上手く捉えられて

いない. (c) クラスタ数 ck が適切でなく, 会話のクラスタが上

手く分類できていない.

(b), (c)に関しては, hk, ck を 2,4,8,16と変化させて実験をお

こなったが, ヒストグラムで大きな差を得ることができなかっ

た. (a)に関しては, 値の変動が他のパラメータと比較して明確

に少ないパラメータは既に削除して行ったが, 感情把握に適切

なパラメータ選定をさらに行う必要があると考えられる.

（ 2） クラスタ毎のラベル分布

クラスタ毎のラベル分布より, どのクラスタにおいてもラベ

ル毎の割合の有意な差を見ることはできなかった. このことか

ら, すべてのオペレータの会話を分類した結果では, 解約阻止成

功となった会話の感情遷移パターンが特に類似しているという

わけではないことが分かる.

（ 3） オペレータ毎のクラスタ分布/クラスタ毎のラベル分布

オペレータ毎のクラスタ分布より, 各オペレータでのクラス

タ分布差は見られなかったが, クラスタ毎のラベル分布より, 先

述のすべてのオペレータの会話での成功ラベル分布では差は見

られなかったが, オペレータ毎の成功のラベル分布では特定の

クラスタに偏っているオペレータがいることが分かった. 例え

ば, OP Dの場合では, 解約阻止成功となった会話はすべてクラ

スタ 3に属しており, OP Eの場合では, クラスタ 0と 3に属

している. これは, オペレータ毎に解約阻止成功の際の感情遷

移が類似しており, そのため成功となった会話が同じクラスタ

に属したのではないかと考えられる.

6 終 わ り に

本論文では, コールセンタの音声感情データを解析すること

により, 会話の応対評価を行うという問題に取り組んだ.

提案手法では, 最初に隠れマルコフモデルを用いて感情パラ

メータの値の遷移を隠れ状態の遷移として取得. 次に, 得られ

た隠れ状態の遷移から状態遷移確率行列を作成. 最後に, 作成

した状態遷移確率行列を用いてオペレータの各会話の感情遷移

の類似性を k-means クラスタリングを用いてクラスタ分類を

行うことで, 優れた会話集合を持つクラスタを発見する手法を

提案した.

実験では, 提案手法を用いて実際のコールセンターの音声感

情データに対して解析をおこない, 3つの観点からクラスタリ

ングの評価を行った. RMSE分布では, クラスタ間の有意な差

を得ることができず, また, オペレータ毎のクラスタ分布でも個

人差は見られなかったが, オペレータのクラスタ毎のラベル分

布では, オペレータ毎に成功会話のクラスタ分布に違いがあり,

提案手法により分類が行えていることが分かった.

今後は, 解析を行うデータ数の追加や使用パラメータの選定

をはじめ, 応対結果以外の管理者の主観評価などでのクラスタ

リング評価を行うことや, オペレータの顧客に対する共感の姿

勢を隠れ状態の遷移で発見できないか検討を行い, より有用な

分類となるように提案手法の改善・評価実験を行う予定である.
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