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あらまし 説明可能な AIシステムの開発手法の研究は,深層学習分野において,今日の注目を集めている話題の一つ
である. 本論文では,心理学における二重過程理論に着想を得て,論理的に推論を行い,理解可能な説明を出力するシス
テム 2-AIを開発するための手法を提案する. 提案手法では,多クラス分類の各クラスについて,人間が理解可能な特徴
をクラウドワーカーに入力してもらい,クラスと特徴の対応表を作成する. 各特徴に関連する訓練データを収集し,こ
れら集めたデータと対応表を基に,各特徴の有無を推定する深層学習モデルを複数生成する. 各深層学習モデルの推定
結果を組み合わせることで,分類対象が特定のクラスに属する理由を説明することが可能なシステム 2-AIを作成する.

実験では,アジアの国旗の画像分類に本手法を適用し,その有効性と課題を検討した.
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1 は じ め に
今日,深層学習分野では,説明可能な AIの開発手法（例：[1]

[2] [3]）が注目を集める話題の一つとなっている. AIの普及に伴
い,人間社会,特に倫理,医療,法律のような AIの誤判定が人間
に対し大きな影響を与える分野で, AIが誤判定をした場合の説
明責任が求められるようになってきた. 特に近年は,自動運転車
の誤推定が原因となって発生する事故 1件数が増加しているた
め, AIに説明可能性を求める動きはより顕著になってきている.

人間は深層学習モデルがなぜその推定結果を出力したのか理
解できないことがある. なぜなら深層学習では, 学習過程がブ
ラックボックスであり,その推定基準は人間が読み解くには複
雑である場合があるためである.

本研究では,説明可能な AIを構築するために,心理学の二重
過程理論 [4]に着想を得たヒューマン・イン・ザ・ループの手法
を提案する. 二重過程理論では,高速で直感的なシステム 1と,

低速で論理的なシステム 2の 2つのシステムで人間の思考が構
成されると仮定している. 我々は,システム 1とシステム 2のそ
れぞれに基づいた 2つの AIを組み合わせることで,人間が理解
可能な説明を効率的に生成することが可能であると推察する.

本研究では,理想的な説明とは,論理的に書かれた,正確で,非冗
長な説明であり,人間が比較的容易に理解可能な言葉で綴られ
た説明であると仮定する.

提案手法では,心理学における二重過程理論のシステム 1と
システム 2を, 2つの異なる機械学習モデルとして定義し (図 1

1：Eric Weiss. ‘ Inadequate Safety Culture ’ Contributed to Uber Automated

Test Vehicle Crash - NTSB Calls for Federal Review Process for Automated Vehi-

cle Testing on Public Roads.NATIONAL TRANSPORTATION SAFETY BOARD.

https://www.ntsb.gov/news/press-releases/Pages/NR20191119c.aspx,(参 照 2020-12-

17)

図 1: 二重過程理論の概要図を示す. 入力となるデータが与えられる
と,そのデータは二重過程理論に基づくシステムを構成する 2

つの要素, すなわち, システム 1-AI とシステム 2-AI を通過す
る. システム 1-AI は,データの潜在的なクラスの確率分布を出
力する任意の分類器である. システム 2-AI は, システム 1-AI

の出力とシステム 2-AIのルール表を基に,論理的で人間が理解
可能な説明と共に,最終的な推定結果を出力する.

参照),その内システム 2-AIの構築を行う. システム 1は,知覚
や習慣,記憶などのデータを基に素早く推定を行うシステムと
して見做せるため,システム 1-AIは一般的な深層学習モデルを
利用することで実現できる. 一方,システム 2は,低速であるが,

論理的に思考し,推定を行うことができるシステムである. 論理
的に思考を行うことは,推定結果のみではなく,思考過程そのも
のが論理的であることを意味する. 故に,決定木学習モデルのよ
うな,論理的かつ,人間が解釈しやすい構造をもった機械学習モ
デルを用意することで,システム 2-AIは実現できる.

問題はどのようにして,人間が理解可能な説明を出力するシ
ステム 2-AIを構築するかである. 本論文では,理解可能なシス
テム 2-AIを構築するために,クラウドソーシングで推定対象の
各クラスに関して,人間が理解可能な特徴を収集し,これら集め
た各特徴と各クラスの対応表 (ルール表)を作成する. これを正



解を表すルール表として扱う. また, インターネットから訓練
データを収集し,入力データに各特徴が含まれるか否かを推定
する分類器 (深層学習モデル)を特徴毎に生成する. 推定時に各
分類器の推定結果とルール表の一致した部分に関連付けられた
特徴を推定結果の説明として利用することで,説明可能なシス
テム 2-AIを構築する.

我々は,システム 2-AIが正確なクラスを推定し,また人間が
理解可能で,論理的な説明を出力することができるか確認する
ために, アジアの国旗の画像分類を題材として起用した実験 1

と実験 2を行い,評価と今後の課題を確認した.

なお,本研究の貢献は以下の通りである.

(1)心理学における二重過程理論が説明可能な AIの開発手法
に適用できることを示唆した.

(2)ヒューマンインザループの手法を用いることで,人間が理
解可能な推定基準を有した説明可能な AIを構築できることを
実験的に示唆した.

2 関 連 研 究
深層学習モデルのようなブラックボックスな AIの台頭によ
り,機械学習モデルが出力した推定結果の説明可能性の向上は,

AI の更なる普及のために解決されるべき重要な課題となって
いる.

既存の機械学習モデルの生成手法でも, Random Forest [5] の
ように,決定木学習を利用した機械学習モデルは,推定結果の根
拠を示すことが可能である. しかし,そのような機械学習モデル
は,推定根拠を決定木のような人間が解釈しやすい形式で示す
ことが可能ではあるが,自然言語のような人間が理解しやすい
言葉で説明できないことや,そもそも機械学習モデルが自動生
成した判断基準は,人間の判断基準と比較すると,大きな差異が
有ることがあり, 理解しやすいとは言い難いことがある. 本研
究では,クラウドワーカーが自然言語で入力した人間が理解可
能な特徴を基に,システム 2-AIを構築しているため,システム
2-AIの判断基準は,人間にとって理解しやすい,人間の判断基準
に近いものとなっている.

Hendricks らは Generating Visual Explanations [2] にて, AI の
推定結果の説明を自然言語ベースで生成する手法を提案した.

Generating Visual Explanationsでは,自然言語で説明を出力する
ため,人間にとって解釈性の高い説明を提供することができる.

Generating Visual Explanations と比較すると, 我々の手法では,

システム 2-AI自体がシンプルなルール表の構造をしているた
め,出力である説明の他に,システム 2-AI自体も解釈性を有し,

推定のプロセスを理解することが容易となっている. これは,シ
ステム 2-AI のデバッグや運用環境におけるデータトレンドの
変化への対応を容易にする.

Flock [6]は,クラウドワーカーを利用し,人間が理解可能な特
徴を集め,集めた特徴を基に機械学習モデルの学習を行うこと
で,単一の機械学習モデルや,人間の専門家を上回る性能を有し
た機械学習モデルを作成することができるプラットフォームを
提案した研究である. 我々の手法は, Flockのように,機械と人間

が得意な特徴空間の両方を一つの機械学習モデルで学習するの
ではなく,独立した 2つのシステムで構成されている. これは,

システムのメンテナンス性を向上させる. 一方, 我々の手法は,

機械学習モデルが得意とする特徴空間の情報を利用できていな
いため,今後の手法の改良点として,決定木学習モデルをシステ
ム 1-AIに採用し,その推定結果と判断基準をシステム 2-AIに
反映することで,機械学習モデルが得意とする特徴空間の情報
を利用することが挙げられる.

論理とヒューマンインザループの手法を組み合わせたもう
一つの研究は, CyLog [7] である. CyLog では, 論理的なルール
の評価を人間が制御できるようにすることで,人間の意思決定
の結果となる論理的なルールを導き出すことができるように,

ゲームアスペクトの概念を導入している. 我々が提案する方法
が CyLogと異なるのは,論理規則がプログラマではなくクラウ
ドワーカーによって動的に生成されることである.

3 提 案 手 法
提案手法では,システム 2-AIの構築・運用方法について,構築

フェーズと予測フェーズに分けて述べる (図 2参照). 構築フェー
ズでは,クラウドワーカーから人間が理解可能な特徴を収集し,

これら特徴を基にクラスと特徴の対応表 (ルール表) を作成す
る. また,インターネットから訓練データを収集し,各特徴に対
応した分類器を生成する. ルール表と分類器を組み合わせて運
用することで,システム 2-AIを構築する. 予測フェーズでは,入
力データを受け取り,推定結果とその説明を出力する.

3. 1 システム 2-AI構築フェーズ
システム 2-AIを作成するために必要となる人間が理解可能な

特徴を収集するために,各クラスに当てはまる特徴を入力して
もらうタスクをクラウドソーシングで行う. クラウドワーカー
には,判別対象である各クラスの人間が理解可能な特徴をテキ
ストで入力してもらう. ここで述べている人間が理解可能な特
徴とは, 色や大きさ, 模様などの属性を表す特徴のことを指す.

なお,クラウドワーカーは,特徴をテキストで入力する際に,特
定の形式に従って入力を行う必要がある（図 4参照）. テキス
トのフォーマットに統一形式を採用することで,ユーザが入力
したテキストから特徴のキーワードを抽出しやすくなる.

また, 推定基準が重複した分類器を生成しないように, Word

Mover’s Distance [8] を用いて, クラウドワーカーが与えた特徴
の各組み合わせについて類似度を計算し,類似度が近いグルー
プの代表点を一つ残し,代表点に類似した他の特徴は除去する.

重複を除去して得た各特徴に対し,インターネットを介して
訓練データを収集し,分類器を作成する.

分類器はそれぞれ 2つのラベル（真か偽か）を出力するもの
で,入力データが,その分類器が関連づけられた特徴を有してい
るか否かを推定する.

また,システム 2-AIの推定結果を評価する際の比較対象とし
て,正解として利用するルール表を作成するために,各クラスが
各特徴を有しているか否かをクラウドワーカーに推定してもら



図 2: 提案手法の概要図を示す. 構築フェーズでは,まず分類対象の各クラスの特徴の入力をクラウドワーカーに依頼する. 得られた各特徴に関
連する訓練データをインターネットから集める. 収集した訓練データを用いて,入力データに各特徴が含まれるか否かを推定する分類器を
作成する. また,同時にクラウドソーシングで,正解となるルール表を作成する. これらを合わせることで,システム 2-AI を構築する. 予測
フェーズでは,構築フェーズで作成した分類器とルール表を基に,推定結果と説明を出力する.

うタスクをクラウドソーシングで行う (図 5参照). このタスク
では,クラウドワーカーに各クラスの代表データを一つ示し,こ
れに各特徴が当てはまっているか否か,真か偽の二値で答えて
もらう. タスク結果として,得られた各クラスと各特徴に対応す
る真偽値を基に,ルール表を作成する.

そして,上記のプロセスから得た複数の分類器とルール表と
を組み合わせることで,システム 2-AIを作成する.

3. 2 システム 2-AI予測フェーズ
システム 2-AIは入力データを受け取ると,各特徴に対応する
分類器に受け取った入力データを渡し,返り値として各特徴が
入力データに含まれるか否かの真偽値を受け取る. 受け取った
真偽値を,予めクラウドソーシングで用意していたルール表と
比較し, 最も一致したクラスを推定結果として出力する. この
時,推定結果の説明として,ルール表で推定結果のクラスに含ま
れる特徴の中から,分類器で実際に真 (すなわち,特徴を有して
いる)と推定されたものを,推定結果とともに出力する. ここで,

ルール表と一致した特徴から,真と推定された特徴のみを出力
する理由は,入力データに含まれないと推定された特徴よりも,

含まれると推定された特徴の方が特徴一つあたりの情報量が多
く,含まれると推定された特徴に絞ることで,得られる説明が冗
長となることを防ぐことができるためである.

4 実 験 1

本章では,アジア 22カ国 2の国旗の画像分類を題材として,提
案手法を適用した実験 1のワークフローと考察を述べる.

2：本論文ではアジアの国をアジアにおける日本の承認国に日本を加
えたものとした. 日本の承認国は総務省のウェブサイトで確認できる.

(https://www.mofa.go.jp/mofaj/area/asia.html)

4. 1 システム 2-AI構築フェーズ
構築フェーズの概要を図 3に示す.

人間が理解可能な特徴を集めるために,クラウドワーカーに
タスク画面上で国旗の画像を 2枚示し,右の国旗画像には含ま
れず,左の国旗画像にのみ含まれる特徴をテキストで,特定の形
式に沿って入力してもらうタスクをクラウドソーシングで行っ
た（図 4参照）. なお,クラウドソーシングのプラットフォーム
には, Amazon Mechanical Turk3を利用した. 左の国旗画像にの
み含まれる特徴を入力する目的は,クラス間で区別可能な特徴
を収集することである. 各国旗の特徴を得るために，2 カ国の
国旗の各組み合わせを１タスクとして,同じタスクを 3人のク
ラウドワーカーに依頼した. クラウドワーカーには 1つのタス
クに対して 0.01USDの報酬が与えられた.

クラウドソーシングの結果として,人間が理解できる特徴（日
本の国旗の場合「red circle」や「white background」など）を
2,323個得た.

その後, 意味が重複している特徴を除去し, 重複のない特徴
299個を得た. ここでは,重複した特徴を除去するために, Word

Mover’s Distanceを用いて,収集した各特徴の組み合わせ毎に意
味的距離を算出し,距離が 0.8以下の場合,重複する特徴とみな
し,意味的距離の近いグループの代表点を一つ残し,グループ内
の残りの特徴を除去した. なお,意味的距離が近いとみなす閾値
の設定は,開発者がデータに応じて調整する必要がある.

次に,各特徴の有無を推定する分類器の生成に必要となる訓
練データを収集するために,重複を除去した特徴を検索ワード
として利用し, インターネット上から, 各特徴を反映した画像
を収集した. ここで用いた検索ワードは, 各特徴を表すテキス
ト (「red circle」や「white background」など)に「national flag」

3：Amazonが提供するクラウドソーシングプラットフォーム. (https://www.mturk.com/)



図 3: 実験 1 における構築フェーズの概要図を示す. まずアジア 22

カ国の国旗画像の特徴の入力をクラウドワーカーに依頼する.

タスクの結果として得られた特徴の重複を除去し,各特徴を検
索ワードとして利用することで,インターネットから訓練デー
タを集める. 収集した訓練データを用いて,入力データに各特徴
が含まれるか否かを推定する分類器を作成する. また,同時にク
ラウドソーシングで,正解となるルール表を作成する. これらを
組み合わせることで,システム 2-AI を構築する.

というテキストを追加したものである. 例としては「red circle

national flag」が挙げられる. 「national flag」を特徴を表すテキ
ストの後ろに追加した理由としては,システム 2-AIの推定対象
である国旗画像の特徴をよく反映した訓練データを収集するた
めである.

集めた画像を RGBカラーモードを保持したまま 200× 200

の画像に整形し,これらを訓練データとして,関連する特徴の有
無を推定する分類器を複数生成した. 学習過程では,正例は画像
検索で収集した各特徴をよく反映した画像を利用し,負例は他
の特徴の画像を特徴毎に 1枚ずつ抽出したものを利用した.

また,各クラスが,各特徴を含んでいるか否かを問うタスクの
クラウドソーシング（図 5参照）を行った. なお,このタスクは,

同一のタスクを３名のクラウドワーカーに割り振り, 1度のタス
クで 13 個の特徴の有無をクラウドワーカーに判定してもらっ
た. クラウドワーカーには,報酬として 0.03USDが支払われた.

このクラウドソーシングから得られた回答からクラスと特徴の
ルール表を作成し,正解を表すルール表として扱った.

図 4: 各クラスが有する特徴の収集のために行うクラウドソーシング
タスクのデザインを示す. タスクの下部にはクラウドワーカー
が見出した人間が理解できる特徴をテキストで入力するフィー
ルドがある. クラウドワーカーは入力フィールドを利用して,右
の国旗画像には含まれず,左の国旗画像には含まれる特徴を入
力する. これは,クラス間の判別に有用な特徴を集めるためであ
る.

図 5: ルール表の作成に必要となる,クラスと特徴の対応関係の判定
を依頼するクラウドソーシングタスクのデザインを示す. クラ
ウドワーカーに各クラスの代表となる画像データを示し,タス
ク下部で示された各特徴が画像データに含まれるか否かを判定
した結果を入力してもらう.



図 6: 実験 1における予測フェーズの概要図を示す. 構築フェーズで,

クラウドワーカーに各国旗に各特徴が含まれるか否かの判定を
依頼し,作成した正解となるルール表と,各分類器の推定結果を
基に作成したルール表とを比較し,モデルの精度を算出する.

4. 2 システム 2-AI予測フェーズ
予測フェーズの概要を図 6に示す.

システム 2-AIの評価として,人間の回答を基に作成したルー
ル表と,各クラスの代表画像に対するシステム 2-AIの推定結果
を基に作成したルール表との比較を行った. 図 7にその結果を
混同行列として示す.

4. 3 考 察
人間の回答を基に作成したルール表と,各クラスの代表画像
に対するシステム 2-AIの推定結果を基に作成したルール表と
の比較を行った結果 (図 7参照),正確率:0.80,適合率:0.192,再現
率:0.224,特異率:0.876, F値:0.207となった. 正解率はある程度
高いが,適合率,再現率ともに低い値であった.

正解率が高く現れている理由としては,特徴を収集するクラ
ウドソーシング時に,各クラスに特有の特徴を集めるようにタ
スクデザインを行ったため,特徴全体に比べ,各クラスに当ては
まる特徴の割合が小さいことが原因であると推測できる. すな
わち,人間が判定した特徴のほとんどは False(Negative)であり,

これが正解率を高める要因となっている.

この結果で重要視すべきは,適合率,再現率であり,両方の値
が低い値を示していることから,入力データに存在しているは
ずの特徴を正しく検出できていないことである. この原因とし
ては,各特徴に関連付けられた分類器の性能が悪く,分類器の学
習に用いた訓練データが適していなかったことが原因であると
推論できる.

各特徴に関連付けられた分類器の性能を向上させるためには,

今回の手法のように,各特徴を反映した画像を収集するのでは
なく,各クラスの画像を収集し,各特徴に関連付けられた分類器
の訓練時に,クラスの画像と,その特徴がクラスの画像に含まれ
ているか否かのラベルとを入力として与えることで,精度の向
上を図ることが方法として挙げられる.

5 実 験 2

本章では, 実験 1 の考察を踏まえ, 各クラスを表す画像を訓
練データとして用いることが,特徴に関連付けられた分類器の
性能の向上に有効であるか検証を行った実験 2について,その

図 7: 各クラスが 299 個の特徴それぞれを含んでいるか否かの判定
をクラウドワーカーに依頼し,得られた回答結果を基に作成し
たルール表と, 299 個の特徴それぞれに関連付けられた分類器
に,各クラスの代表となる画像を入力し,得られた推定結果を基
に作成したルール表とを比較した結果を示す.

ワークフローと考察を述べる.

5. 1 システム 2-AI構築フェーズ
実験 2における構築フェーズでは,実験 1で収集し,重複除去

を行った特徴とルール表を利用し,実験 1とは異なる方法で各
特徴に関連付けられる分類器の学習を行った.

実験 1 では各特徴を表す画像 (赤丸を表す画像など) をイン
ターネットから収集し,分類器の訓練データとしたが,実験 2で
は,各クラスを表す画像 (日本の国旗画像など)をインターネッ
トから収集し,訓練データとして利用することで,分類器の学習
を行った.

各特徴に対応付けた分類器の学習に利用する訓練データとし
て,ルール表を基に,正例となるデータとしては,特徴を有する
と人間によって判定されたクラスの画像を,負例となるデータ
としては,特徴を持たないと判定されたクラスの画像を用いた
(図 8参照). なお,正例となるデータと負例となるデータの数は
同程度になるようにした. これら訓練データを利用して,分類器
を生成した.

5. 2 システム 2-AI予測フェーズ
実験 1と同様に,システム 2-AIの評価として,人間の回答を

基に作成したルール表と,各クラスの代表画像に対するシステ
ム 2-AIの推定結果を基に作成したルール表との比較を行った.

図 9にその結果を示す.

実際にシステム 2-AIに国旗の画像を与え, 299個の分類器そ
れぞれで関連する特徴の有無を推定し,得られた結果を人間の
回答を基に作成したルール表と比較した. 比較の結果,再現率の
高いクラスから順にランキング形式で推定結果と推定結果の説
明を出力した. この出力結果の例を図 10に示し,各国旗の代表
画像全体を評価した時,正解のクラスがどの順位に現れたかを
図 11に示した. なお,推定結果の説明としては,人間の回答を基
に作成したルール表で真 (特徴を有する)と判定されており,か
つ分類器でも真と推定された特徴を説明に起用した. また,再現
率をランキングに利用した理由としては,クラスによって含有
する特徴の個数にばらつきがあり,このばらつきを考慮するた
めである.

システム 2-AIの推定結果の説明の正確性の評価を行うため



図 8: 実験 2 における構築フェーズの概要図を示す. アジア 22 カ国
の国旗画像の特徴の入力をクラウドワーカーに依頼する. タス
クの結果として得られた特徴の重複を除去し,これら特徴を基
にクラウドソーシングで特徴とクラスの対応表 (ルール表) を
作成する. ルール表を利用し,インターネットから収集した各国
旗クラスを表す画像を,正例と負例に分け学習し,特徴毎に分類
器を生成する. 分類器とルール表を組み合わせることで,システ
ム 2-AI を構築する.

に,クラウドワーカの回答を基に作成したルール表が正確か否
かの検証と,推定結果の説明に含まれる特徴が正確か否かの検
証を行った. クラウドワーカの回答によるルール表の検証方法
としては, 執筆者と研究室内で募集した実験協力者 1 人の計 2

人が,それぞれルール表を作成し,この２つのルール表の論理積
を取ることで,１つのルール表としたものを,クラウドワーカの
回答を基に作成したルール表と比較することで行った. また,推
定結果の説明の検証方法としては,クラウドワーカの回答を基
に作成したルール表と分類器の両方に真と推定された特徴が推
定結果の説明の構成要素となっており,これらの特徴の中で執
筆者と研究室の実験協力者の 2人の回答を基に作成したルール
表においても真と推定されたものを正確な特徴としてみなし,

正確な特徴が説明に含まれる特徴に占める割合を調べることで
評価を行なった.

また,推定結果の説明の冗長性の評価としては,クラウドワー
カの回答によるルール表と,執筆者と研究室の実験協力者の回
答によるルール表の論理積を取り作成したルール表から,各ク
ラスに特有な特徴の組み合わせを取得し,実際の推定結果の説
明に含まれる特徴が,そのクラスを推定するのに必要十分か検
証することで行なった.

5. 3 考 察
5. 3. 1 システム 2-AIの性能評価
人間の回答を基に作成したルール表と,各クラスの代表画像
に対するシステム 2-AIの推定結果を基に作成したルール表と
の比較を行った結果 (図 9参照),正解率:0.983,適合率:0.894,再
現率:0.965,特異率:0.985, F値:0.928となった. 実験 1とは異な
り,全ての指標が高い値を示した.

しかし,これら算出した指標の内,適合率のみが他の指標の値
よりも, 少し低い値を示した. この理由としては, 実験 1 では,

図 9: クラウドワーカーの回答結果を基に作成したルール表と,各ク
ラスの代表画像に対する各分類器の推定結果を基に作成した
ルール表とを比較した結果を示す.

特徴を表す画像を訓練データとして利用していたが,実験 2で
は,特徴を有すると人間によって判定されたクラスの画像を訓
練データとして利用したため,画像の特徴部分のみを正しく学
習したのではなく,特徴を有すると人間によって判定された複
数のクラスの画像間で共通する特徴以外の部分も学習し,推定
を行ったことが一因であると推察できる.

また, 推定結果 (図 10, 11 参照) に関しては, 概ね正しい結果
が出力された. なお,推定結果の定量的評価として,ランキング
の評価指標として利用されるMRRを算出すると, 0.977を示し
た. なお, MRRは順位の逆数の平均をとったもので, 0から 1の
値を取り,より 1に近いほど,正確に推定ができていることとな
る. MRRの値 0.977は,平均的に,ランキング 1位に正しいクラ
スが位置していることを示している. ゆえに,推定結果全体とし
て見るならば,まずまず正しい推定ができている.

以上のことから,各特徴に関連付けられる分類器の学習に,特
徴を有すると人間によって判定されたクラスの画像を訓練デー
タとして利用することで,システム 2-AIの精度の向上を見込め
ることが示唆された.

しかし,前述したように,画像の特徴部分のみを正しく学習し
たわけではなく,特徴を有すると人間によって判定された複数
のクラスの画像間で共通する特徴以外の部分も学習したと推測
できるため,今後の課題として,運用環境での入力データのトレ
ンドの変化など,未知のクラスの入力データが与えられた場合
に対し,正しく特徴を認識できるか検証することや, LIME [9]な
どの手法で,画像のどの部分が大きく推定結果に影響している
かを見て,正しく特徴を学習できているか検証することが挙げ
られる.

5. 3. 2 推定結果の説明の評価
推定結果の説明の評価として,理想的な説明の条件として挙

げた,正確性,非冗長性,人間による理解可能性の３つの観点か
ら評価を行なった. 正確性に関しては,クラウドワーカの回答か
ら作成したルール表と執筆者と研究室内で募集した実験協力者
の 2人から作成したルール表を比較することで行なった. 結果
としては,正解率:0.90,適合率:0.39,再現率:0.67,特異率:0.92, F

値:0.50となった. 再現率が 0.67であり, 7割近くの正確な特徴
をシステム 2-AIが認識できていることになるが,一方,適合率
が 0.39と低く,システム 2-AIの性能評価でも述べたように,こ
れは特徴部分だけではなく,その特徴を含むクラス全体を表し
た画像を訓練データの正例として使ったため,特徴部分以外も
学習してしまったことが影響していると推察できる.

また,説明の正確さの検証を,クラウドワーカと分類器,そし



図 10: システム 2-AIにモルディブ (Maldives)の国旗画像を入力デー
タとして与えた時の推定結果と,推定結果の説明を示す. なお,

推定結果のランキングは,入力データに対する推定結果を再現
率が高いものから順に並べたものである.

て執筆者と実験協力者によって真と推定された特徴を正しい
特徴として見なして行なった. その結果, 図 12 に赤文字 (下線
部) で表した特徴が正しい特徴であり, 図で例として挙げてい
るモルディブにおいては,説明に用いられる特徴の内,正しい特
徴の割合は, 0.48 となった. また, 赤丸で囲んだ特徴のように,

「while moon’s picture」の「while」は「white」の誤字であり,ま
た,「a red stripe」のように,縞模様を表す特徴が,縞模様の無い
モルディブの国旗に対し,検出されてしまっているなど,説明と
して不適切な特徴が含まれてしまっていた. これを改善するに
は,クラウドワーカから特徴を収集する段階や,クラウドワーカ
にクラスと特徴の対応を推定してもらう段階で,クラウドワー
カの回答を,他のクラウドワーカに検証してもらう工程を取り
入れるなどの対策が必要である.

説明の冗長性の検証を,クラウドワーカの回答を基に作成し
たルール表を基に,各クラスに特有の特徴の組み合わせを見つ
けることで行なった. その結果,図 13の赤丸で囲まれた特徴の
み推定できていれば,モルディブであると特定することができ,

モルディブの説明は冗長であることが判明した. 一方で,ラオス
の説明で利用されている特徴の全ては,クラウドワーカの回答
を基に作成したルール表では,モルディブにも当てはまってし
まうため,ラオスとして推定するには説明が不十分である結果
になった. これを改善するには,クラスに特有な特徴の組み合わ
せの中から,推定結果に一致するものを起用すれば,説明を非冗
長にすることができると推察できる.

説明の人間による理解可能性については,クラウドワーカが
各国旗を見て認識した特徴を利用しているため,各特徴に関し
ては,理解可能であると推察できる. しかし,説明が冗長であり,

入力画像が含むと推定された特徴の列挙になってしまっている
ため,説明の要点を得にくくなっている. ゆえに,改善策として
は,冗長な特徴を減らし,説明として必要十分かの評価も説明に
含めることで,理解可能性の向上を図ることなどが挙げられる.

6 まとめと今後の課題
実験 1の結果から,各特徴に関連付けられた分類器の訓練が
適切ではなかったこと,その一方で,実際に推定結果とその説明

図 11: システム 2-AI に各国旗の代表となる画像を入力として渡し,

推定を行った結果,本来推定されるべき正しいクラスが,ラン
キングのどの順位に現れたかをグラフで示す.

図 12: 赤文字 (下線部) は, 説明に用いられる特徴の中で, クラウド
ワーカと分類器,そして執筆者と実験協力者の 2 人に,そのク
ラスが有する特徴として推定されたものである. 正解率は,説
明に含まれる特徴数に占める,正確な特徴の割合である. また,

赤丸で囲まれた特徴は,誤字や,本来含まれない特徴であり,不
適切と見做せる例を挙げたものである.

図 13: モルディブの推定結果の説明の内,赤丸で囲まれた特徴のみが
推定できれば,他の特徴は推定できなくても,モルディブであ
ると推定できる. 一方,ラオスの推定結果の説明に現れる特徴
の全ては,クラウドワーカにモルディブに含まれると推定され
ている特徴でもあるため,ラオスと推定するには,説明として
不十分となっている.

を出力すると,半数程度は正しいことが判明した. 我々の提案手
法は,正しい推定結果と,推定結果の説明を出力できる可能性が
あると推察できるが,これと同時に,個々の分類器の精度という
大きな問題があることも明らかとなった.

そこで,実験 2では,分類器の学習で利用するデータを各特徴
ではなく,各クラスに関係するデータを用いることで精度の改
善を図った. これにより,分類器の精度は高くなったが,分類器
が関係する特徴以外の部分を見て推定を行っている可能性もあ
る. ゆえに, LIME [9]などの手法で特徴のみを正確に学習できて
いるか検証を行うことや, Multiple instance学習 [10]を利用する



ことで,画像内の特徴の領域をアノテーションした訓練データ
を用意することなく,特徴のみを自動的に学習させることなど
が,今後の改善策として挙げられる.

他の課題として特徴の重複の除去方法が挙げられる. 提案手
法ではWord Mover’s Distanceを利用し,特徴間の意味的距離が
近いものを重複と見なし除去していたため,開発者が意味的距
離について,重複とみなす距離の閾値を設定する必要があった.

一方,特徴の重複除去に, Word2Vec [11]で特徴を表すテキスト
データをベクトル化した後,クラスタリングを行い,各クラスタ
の代表点を取得する方法を利用することで,開発者の主観の介
入を防ぎ,また,重複除去後の特徴数を設定できるようになる.

本研究の次のステップとしては,上記の課題の改善に加え,シ
ステム 1-AIとシステム 2-AIの連携が挙げられる. 正解となる
ルール表から,各クラス特有の特徴または特徴の集合を予め検
出しておき, システム 1-AI の推定したクラスをシステム 2-AI

が受け取り次第すぐに,そのクラス特有の特徴に関連付けられ
た分類器で推定を行うことで,システム 2-AI単体で推定を行う
よりも,時間コストを大幅に減少させることができると推察で
きる.

また,手法の評価に関しては,本論文では,システム 2-AIの全
体としての精度を利用したが,その他にも,本研究では多くの分
類器を利用し推定を行うため,計算コストや時間コストを考慮
した評価も取り入れる必要がある. 以上のことが今後の課題と
して挙げられる.
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