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あらまし 一般に，自分が作成した文書の品質を客観的に評価するのは容易ではない．自己評価では，自分の思い入
れが反映されてしまったり，自分では考えが及ばない観点からの評価ができないなどの問題があるためである．もし
自分が作成した文書の品質の客観的な評価値が得られるのであれば，より良い文書作成の手助けになると考えられる．
そこで本研究では，文書を適切な評価尺度で測ることができるユーザ支援システムとして，与えられた文書の品質を自
動で定量的に評価する手法について検討する．そのためのアプローチとして，Transformerによる文書の埋め込み表現
を導入した．また，これに加えて，文書の品質にある程度相関のある複数の指標も併せて導入した．ここでのシステ
ムによる文書品質評価の正確さは，あらかじめ与えられた手動による文書の評価値と予測値との平均二乗誤差および
相関係数によって評価を行った．その結果，BERTによる埋め込み表現に対して文書全体のトークン長とタグの文字数
を与えた 770次元の埋め込み表現を用いた機械学習において，文書評価値の予測システムは最も高い性能を発揮した．
キーワード Transformer, BERT, monoBERT, Sentence–BERT,自然言語処理, Wikipedia

1 は じ め に
近年，インターネット上を通じてユーザが閲覧することがで
きる文書の数は爆発的に増加した．消費者庁の令和３年版消費
者白書 1によると，2021年は「新しい生活様式」が浸透し，「イ
ンターネットの利用に費やす時間が増えた」と回答した人の割
合が最も増えたという．また，インターネット上で利用してい
るものは情報収集（検索・閲覧）が約 9割と割合が最も高く，消
費者にとって最も重要な消費行動の一つだと言える．さらに，
情報収集を行う動機となるオンライン学習の利用頻度も大きく
増加しており，検索エンジンを通じて消費者が要求する文書に
は，年々より高い品質が求められつつある．
一般的に文書の品質を評価するためには，文書の読みやすさ，
テキストの文体・文法，専門知識の量などの多岐にわたる要素
を適切に吟味する必要がある [1]．そのため，高度な知識を有
した者による評価でないと適切な評価尺度による評価が得られ
ることは難しい．また，より良い品質の文書を記述するために
は，現在の文書の状態を的確に理解している必要がある．文書
の品質が適切に評価されずに過大評価してしまうと低品質の文
書のままで満足してしまい，本来執筆することができたはずの
品質水準まで達する機会を失いかねない．これは文書制作過程
の中で一つの大きな難所となる．上記のような問題を解決する
ために，文書の品質を適切な評価尺度で測ることができるユー
ザ支援システムは一定の需要がある．

Shenら [1]が行ったレンダリング画像を併用したマルチモー
ダルな文書の品質評価では，視覚的な埋め込み表現の取得に文
書のスクリーンショット画像を使用している．そのため，掲載
されているサイトのプラットフォームが変化するなどといった

1：https://www.caa.go.jp/policies/policy/consumer_research/white_paper/
2021/white_paper_127.html

フォーマットの大きな変化を伴うと，画像を表現する埋め込み
表現が大きく変化するため，適切な評価が困難になることが予
想される．また，Shenら [1]による実験では，テキストデータ
以外の部分の暗黙的な部分にも品質を評価するための特徴があ
るとされる．
そこで本研究では，任意の文書から取得することが容易なテ

キストデータを主軸として文書の品質を評価することを試みた．
テキストデータのみを使って評価することができれば，より広
いユースケースでの活用ができ，様々な場面において文書の品
質評価が可能になると想定されるためである．暗黙的な特徴を
今回のテキストデータにおけるトークンの数やMarkdown記法
のタグの文字数などで補完することができるのではないかと考
え，実験を行った．
その結果，テキストデータにおけるトークンの数とタグの文

字数の 2種類の付加情報を monoBERTと併用した機械学習を
用いる評価予測手法が最も高い性能を発揮した．よって，テキ
ストデータの埋め込み表現のみでは捉えることのできない暗黙
的な情報をこれら 2種類の付加情報によって補完することがで
きたと考えられる．

2 関 連 研 究
2. 1 レンダリング画像を併用した評価
文書の品質を評価するための情報は，テキスト自体に含まれ

ているのみならず，添付されている画像などにも含まれている
と考えるのが自然である．文書に対してより関連度の高い画像
が添付されている方が，また，文書のテーマに関してより深い
専門知識で言及されている方が，いずれの場合も一般的には文
書の品質が高くなることが予想される．さらに，それ以外にも
複数の要素が文書の品質に影響を与えている．

Shenら [1]は，文書の品質には文書中に掲載されるテキスト



データ以外の要素，例えばフォントの種類，画像，レイアウト
などの暗黙的な要素が文書品質へ影響を与えているとし，レン
ダリング画像を取り入れた文書の品質評価実験を行った．Shen

らの実験では，文書中のテキストを双方向 LSTM [2]へ，文書の
レンダリング画像を Inception-V3 [3]にそれぞれ与え，それら
の出力をフィードフォワード型のニューラルネットワークを用
いて統合された埋め込み表現を生成し，品質評価予測を行った．

Shen らが行った品質評価実験では，学術論文データと
Wikipedia の 2 つのドメインにおけるデータセットで彼らの
手法が SOTA (state-of-the-art)の性能を発揮することができた．
レンダリング画像から生成された埋め込み表現には，テキスト
データからは表現することができない情報が含まれていること
を追加実験で確認し，テキストデータとの相補性も確認された．
しかしながら，レンダリング画像を併用しているこのシステ
ムは，学習に使ったデータセットへのみ最適化されている．そ
のため，文書が掲載されるウェブページ上の見た目が大きく変
化してしまったり，異なるウェブページ上の文書であったりす
ると，埋め込み表現が大きく変化してしまうことが懸念される．
前述のように，システムからの品質評価の予測にはレンダリン
グ画像からの埋め込み表現の結果を用いているため，学習デー
タセットへと特化しすぎた結果，汎化能力が失われてしまうこ
とが予想される．
上記のような現象を避けるため，本研究ではレンダリング画
像を用いない手法について比較検討を行う．

2. 2 文脈一貫性を吟味した評価
文書の品質を評価するためには，テキストの意味だけでなく
文脈一貫性も重要な要素になる．文脈的に一貫性の高い文書は
可読性が向上するのはもちろんのこと，読者にとっての読む動
機にもなり得るため，文書を執筆するユーザにとっては大変重
要な要素である．また，文脈一貫性の低い文書は読者の誤解の
誘因にもなる．

Liaoら [4]は，文書の品質には文脈が一貫して記述されてい
るかどうかが大きな影響を及ぼしているとして，文脈がどの程
度一貫したものであるかどうかを加味した評価モデル HierCoh
を提案した．また，Liaoらの行った実験では，文書を構成する
それぞれの文を Transformer [5]を用いて埋め込み表現とし，そ
の結果を使ってテキストの一貫性をベクトルで取得した．

Liaoらが行った小論文の品質評価実験では，Tagnipourと Ng

による CNN+LSTM [6]，Dongらによる LSTM-CNN-att [7]，Tay

らによる SkipFlow [8] を多くの場合で上回る結果を発揮した．
テキストデータから文脈一貫性のデータを予測して品質評価を
行う手法が有効であることが確認された．
しかしながら，文脈一貫性のデータを併用しているこのモデ
ルは，図表といったデータを文書の評価に反映させることがで
きない．前述のように，文書の品質は図表などテキストデータ
以外にも含まれているため，それらを含めない限りは品質の評
価値に曖昧さが発生することが予想される．そのため，本研究
のデータセットとして用いるWikipediaやWebページのように
図表を含む文書に関しては，文脈一貫性以外の複数の要素を用

いなければ不適合な結果になることが考えられる．
上記のような理由から，本研究では Liao らと同様に Trans-

formerを用いた手法について比較検討を行う．

3 実 験 手 法
3. 1 Transformer

自然言語処理に長けたモデルとして，Attention を中心に導
入した Transformer [5] がある．Transformer は動作する際の処
理として，まず文章を分解可能な最小単位であるトークンに分
解する．分解されたトークン列中のある単語の埋め込み表現を
得ようとしたときに，与えたトークン列の全トークンに対して
Attentionを向ける．あるトークン列全体の埋め込み表現を得よ
うとしたときの計算量は，トークン列長を nとすると O(n2)と
なる [9]．今回用いるデータセットのトークン列長の分布が図
1のように中央値が約 2,000，最大値が約 40,000と Transformer

の一般的な入力トークン列長の制限 512を大きく超えている．
そのため，計算対象となるトークン列全てを用いて計算するの
は非現実的になる．そこで，実験ではトークン列長を削減する
前処理を導入した．

図 1 実験で使った文書のトークン長分布

実験では，文章の埋め込み表現を取得するために，Transformer

として SOTAを達成した BERT [10]を利用した．具体的には，
BERTを使って文章全体の埋め込み表現を取得することができ
る monoBERTと呼ばれる仕組みを導入した．この monoBERT

は，トークン列の先頭に特殊トークン “[CLS]”を挿入し，この
トークンに対する埋め込み表現を入力トークン列全体の埋め込
み表現とする手法である．埋め込み表現の計算時には，先頭の
特殊トークン “[CLS]” から全てのトークンに向けて Attention

が向いているため，このトークンの埋め込み表現はテキスト全
体を表現している埋め込み表現として扱うことができる [11]．
上記に加えて monoBERT と比較できる対象として，通常の

BERTに対してプーリング層を導入した Sentence–BERT [12]を
導入した．Sentence–BERT は monoBERT とは異なり，事前学
習済みの BERTに対してプーリング層を導入して，テキスト全



体の埋め込み表現を得る仕組みを採用している．また，もう一
つの大きな特徴としては計算時間を大きく短縮することができ
る点である．通常の BERTを使った実装ではタスクの実行に約
65時間かかるような類似文書の検索タスクを，Sentence–BERT

は 5秒程度で実行することができる．
本研究では，以上の monoBERTと Sentence–BERTの 2種類
を主軸として実験を行い，その結果を比較検討する．

3. 2 データセット
実験では，TREC 2021 Fair Ranking Track [13] で公開されて
いるデータセットを用いた 2．このデータセットにはWikipedia

上で掲載されている記事のうち，WikiProject3と呼ばれる，記事
の品質を向上させることを目的としたプロジェクトによって文
書の品質をスコア付けされたもの 4を用いた．手動で文書に付
された全てのスコアはそれぞれ 0以上 1以下の値で表現されて
いて，値の程度によって品質の高い順に以下の 6つに分類され
ている．
• FA（Featured Article）
• GA（Good Article）
• B–class

• C–class

• Start

• Stub

実験では，各クラスに属する記事の数を 2,000 件，全体で
12,000件となるようにデータを選別し，その上で学習，検証，
テストを行った．使用したデータに含まれる文書の品質スコア
は図 2のような分布となった．この際学習には全体の 70%，検
証とテストにはそれぞれ全体の 15%のデータを事前にシャッ
フルした上で重複しないように割り当てた．後述するサンプル
数の異なる実験でも，同様の割合，同様の手法でデータを選別
した．

図 2 実験で使った文書の品質評価スコア分布

2：https://fair-trec.github.io/2021/
3：https://en.wikipedia.org/wiki/Wikipedia:WikiProject
4：https://en.wikipedia.org/wiki/Wikipedia:Content_assessment

3. 3 データの前処理方法
今回使用したデータセット [13]では，Wikipediaに含まれる

Markdownがオリジナルの状態で含まれている．このMarkdown

の部分に関しては，例えば実際にWikipedia上に含まれるカテ
ゴリを示すための表記
[[Category: Southern United States]]

をトークン化すると，
"[CLS]", "[", "[", "category", ":", "southern",

"united", "states", "]", "]", "[SEP]"

と 11のトークンに分解されるように，入力トークン列長を可
能な限り少なくさせる本実験の方針と逆行するような結果とな
る．そこでこの問題を解決するために，Wikipedia内で使用さ
れるMarkdownの代表的な記法については削除するような加工
を施し，可能な限りテキストデータのみが含まれるようにする
加工を行った．加工では，Wikipediaのテンプレートやテーブ
ル，画像挿入用の HTMLタグを表現する表 1に挙げる全ての
Markdownは開始部分のタグから終了部分のタグまで全体をス
クリプトで検出したり正規表現を用いたりして削除した．

表 1 削除した Markdown とその機能
方法 Markdown の表記 機能

†
{{...}} 各種テンプレート
{|...|} 表

††

/<ref.*?>.*?</ref>// 脚注・注釈・出典情報の挿入
/<ref.*?/>// 脚注・注釈・出典情報の挿入

/={1,3}.*?={1,3}// 見出し
/\[\[Category:.*?\]\]// カテゴリ情報
/\’{1,3}(.*?)\’{1,3}/$1/ 強調（斜体か太字）

† はプログラムで対になるものを検出し，開始から終了までを削除
した．

†† は正規表現を使ったため，“/検索文字列/置換先文字列/” という記
法で示している．

この加工の後に，各種 Transformerにテキストデータをトーク
ン化した上で入力する．しかし，実際の計算ではトークン化に
も埋め込み表現の計算にも多くの時間を要する．そのため，計
算時間を短縮させるための一環として，5,000字以上の入力テキ
ストに関しては，それ以下の文字数になるようにあらかじめ切
り捨てた上でトークン化を行った．最終的に，各種 Transformer

によって計算された文書に含まれるテキストデータの埋め込み
表現を E とする．
前述の通り，文書の品質は今回削除する部分なった図表に相

当するMarkdownにも依存するため，単に情報を削除してしま
うと品質評価の予測精度が悪化することが予想される．よって，
ここでは何も加工していない状態の文書から直接計算したトー
クン列長 T と，Markdownを削除する前後の文字数の差，つま
り Markdown部分のみの文字数 M を別途計測し，それらを埋
め込み表現の末尾に付加情報として含めた場合についても，ど
のように予測精度に影響を及ぼすのかを調べた．

3. 4 用意した実験条件
表 2 の (A)～(E) の 5 つの条件でそれぞれ実験を行った．付



加情報のトークン列長 T と Markdown部分文字数 M は，各種
Transformer から出力される 768 次元の埋め込み表現ベクトル
の出力 E の末尾にそれぞれ付けるように追加したため，例えば
(B)の最終的な文書の埋め込み表現は [E T M]5のように 770次
元となっている．

表 2 実験条件ごとの埋め込み表現の計算方法一覧
Transformer の種類 付加情報 次元数

(A) monoBERT なし 768

(B) monoBERT T と M 770

(C) monoBERT T 769

(D) monoBERT M 769

(E) Sentence–BERT なし 768

また，Sentence–BERTの事前学習済みモデルとして多数の選
択肢が存在するが 6，実験では distilroberta-base7をベース
として作成された all-distilroberta-v18を用いた．この事
前学習済みモデルは，様々なユースケースに対応するように
チューニングされていて，Redditに投稿されたコメントをはじ
めとした 10億以上の文の組が含まれた学習データセットを使っ
てトレーニングされたものである．入力トークン列の最大長は
デフォルトでは学習時と同じく 128に制限されていて，出力が
今回使用した BERT [10] と同じく 768 次元のベクトルとなっ
ている．出力前のプーリングについては複数種類の中から選
ぶことができるが，今回はその中でも最も性能が高い Average

Poolingを選択した．
768～770 次元の埋め込み表現 (A)～(E) を生成した後に，
ニューラルネットワークを用いて教師あり学習を行う．ニュー
ラルネットワークでの学習では，学習アルゴリズムを Levenberg–

Marquardt 法 (LM 法) に設定した．LM 法は最急降下法やガウ
ス・ニュートン法などと同様に，目的関数の勾配を利用して
ネットワークの最適化を行う．この学習アルゴリズムは，MAT-

LAB で利用可能な他の 2 つのアルゴリズム，ベイズ正則化
(Bayesian regularization backpropagation)やスケーリング共役勾
配法 (scaled conjugate gradient backpropagation)に比べると，メ
モリをより多く消費する代わりに実行時間が比較的高速である
のが特徴である．
本実験では，LM法のパラメータとしてニューラルネットワー

クの隠れ層 (hidden layer)の数 H がどのように結果に影響を及
ぼすのかを併せて検証するために，隠れ層数 H を 5，10，15，
20の 4つの場合について検討した．さらに，どの程度のサンプ
ル数 N が最適であるのかも併せて検証するために，全体のサン
プル数 N を 2,000，6,000，12,000の 3種類で行った．これらの
サンプルを学習：検証：テストを 70%：15%：15%の割合で分
割することで実験を行った．
以上の条件をまとめると表 3のようになる．実験は，これら

を全て網羅するように行った．

5：MATLAB におけるベクトルの結合記法．
6：https://www.sbert.net/docs/pretrained_models.html
7：https://huggingface.co/distilroberta-base
8：https://huggingface.co/sentence-transformers/all-distilroberta-v1

表 3 実験で比較対象としたモデル，学習条件一覧
monoBERT Sentence–BERT

Transformer について
使用モデル名 base all–distilroberta–v1

プーリング層 なし Average

ニューラルネットワークについて
学習アルゴリズム Levenberg–Marquardt 法
隠れ層の数 H 5～20 の 4 種類
サンプルの数 N 2,000～12,000 の 3 種類

最終的にニューラルネットワークから出力される値は，文書
の品質評価スコアの予測値となる．ただし，ネットワークの出
力値は今回の評価値の範囲である 0 以上 1 以下の範囲に収ま
る保証はないため，評価値としてもあり得ない値を出力する可
能性がある．そこで，テストケースの評価予測値に限っては 0

未満のものは 0に，1より大きいものは 1に揃えた上で評価を
行った．この予測値の評価は，使用したデータセットに含まれ
ているあらかじめ手動でラベル付けされているテストケース
に付されている品質評価スコアとの平均二乗誤差 MSE (Mean

Squared Error)と相関係数 Rで行った．
MSEは予測値と正解値との差の二乗を平均することで求める

ことができ，しばしば機械学習の損失関数に用いられる．全て
のテストケースで正解値を出すことができる理想的なシステム
に近いほど MSE は 0へと近づく．相関係数 Rは，予測値と正
解値との線形関係の程度を表す指標で，−1以上 1以下の値を
とる．今回の場合，理想的なシステムに近いほど正の相関があ
るため Rは 1へと近づく．

4 実 験 結 果
4. 1 評 価 実 験
実験結果は，MSEが表 4，相関係数 Rが表 5のようにそれぞ

れなった．それぞれの表中で最も優れている値には下線を付し
てある．
埋め込み表現 (A)～(E)で比較すると，MSE の場合でも Rの

場合でも，(B)が最も優れていた．また，monoBERTの埋め込
み表現のみの (A)と Sentence–BERTの埋め込み表現のみの (E)

を比較したときでは，ほぼ同水準となった．
学習条件中で比較すると，サンプル数 N は多い方が，隠れ層

の数 Hは少ない方が，それぞれ結果が優れている傾向となった．
埋め込み表現の生成方法で見ると，monoBERT から出力さ

れた埋め込み表現に対して付加情報 T と M を与えたときの
条件 (B)のときに，最も高い性能を記録した．さらに条件 (B)

では，サンプル数 N = 12,000 と隠れ層の数 H = 5 のときに，
MSE= 0.0036，R = 0.9772といずれの評価においても，全ての
実験結果の中で最も高い性能を記録した．
また，今回最も高い性能を発揮した条件 (B)，条件 (A)およ

び条件 (E)の N = 12,000と H = 15であった際の，それぞれの
テストケースにおける予測値と正解値の分布は図 3，図 5およ
び図 7のようになった．条件 (A)と (E)は，条件 (B)に対する
ベースラインとなっている．今回，表 5で示している値は，そ



表 4 各種条件下におけるスコア予測値の平均二乗誤差 MSE (×10−4)

学習条件 (A) (B) (C) (D) (E)

N = 2000 H = 5 455 179 224 199 479

N = 2000 H = 10 386 163 318 272 444

N = 2000 H = 15 501 231 353 287 466

N = 2000 H = 20 557 188 399 396 515

N = 6000 H = 5 360 42 166 103 363

N = 6000 H = 10 303 53 211 153 486

N = 6000 H = 15 295 104 213 162 361

N = 6000 H = 20 452 120 278 176 353

N = 12000 H = 5 348 36 145 77 321

N = 12000 H = 10 297 45 193 93 320

N = 12000 H = 15 339 37 193 179 364

N = 12000 H = 20 314 96 215 200 369

（最小値は下線で示す．）

表 5 各種条件下におけるスコア予測値の相関係数 R (×10−4)

学習条件 (A) (B) (C) (D) (E)

N = 2000 H = 5 7584 8827 8525 8599 6788

N = 2000 H = 10 7532 8856 7826 8307 7215

N = 2000 H = 15 6760 8492 7781 8281 6830

N = 2000 H = 20 5817 8790 7840 7372 6150

N = 6000 H = 5 7433 9758 8875 9382 7445

N = 6000 H = 10 7967 9686 8596 8999 7033

N = 6000 H = 15 7977 9351 8550 8987 7551

N = 6000 H = 20 7250 9280 8211 8859 7736

N = 12000 H = 5 7624 9772 9070 9507 7882

N = 12000 H = 10 7977 9709 8863 9383 7840

N = 12000 H = 15 7835 9765 8832 8900 7497

N = 12000 H = 20 7922 9401 8613 8780 7449

（最大値は下線で示す．）

れぞれのグラフ上に示した相関係数 Rの値に対応する．いずれ
の場合も，理想的なシステム，つまり予測値と正解値が完全に
一致する場合では散布図の点線上にプロットが表示される．
前述の図 3，図 5および図 7のそれぞれに示す条件での機械
学習において，学習用データに対する予測値と実際の値の分布
は図 4，図 6および図 8のようにそれぞれなった．
また，図 3，図 5および図 7についての混同行列は図 9，図

10および図 11のようにそれぞれなった．
図 3と図 4では，学習データセットとテストケースのいずれ
に対しても相関係数 Rが 0.97以上と高い値で収束した．一方
で，図 6と図 8では，学習時の散布図と相関係数 Rから見ると
ある程度の精度で品質を評価することができている．しかし，
いずれの場合でもテストケースである図 5 と図 7 での結果で
は大きく予測値が正解値と外れるパターンも存在する．相関係
数 Rも学習データのものと比べると 0.13～0.07ほどテストケー
スで値を下げているため，過学習 (overfitting) が発生している
と考えられる．上記の過学習の傾向は，テキストデータの埋め
込み表現のみで予測している仕組み自体に原因があると予想さ
れる．また，よりテストケースでの性能低下が著しい条件 (E)

については，Sentence–BERTの入力可能なトークン数が通常の
BERTに比べて少ないことも要因の一つとして挙げられる．条

件 (A)と (E)を踏まえた上で条件 (B)の結果を評価すると，テ
キストデータの埋め込み表現では捉えることができない暗黙的
な情報をトークン列長とタグの文字数の 2つで補完することが
できていると考えられる．

図 3 条件 (B) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときのテストケースに対するシステムの予測値と正解値との相関
（各グラフの丸プロットがモデルによる予測値，実線が予測値の
線形回帰．モデルの予測値が正解値だと点線上にプロットされ
る．以下同じ．）

図 4 条件 (B) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときの学習データに対するシステムの予測値と正解値との相関

4. 2 失 敗 分 析
条件 (A)の下で行った実験について，予測値と正解値が著し

く離れている場合のテストケースを抽出し，その原因につい
て考える．ニューラルネットワークの学習条件は，条件 (B)に
おいて最も高い性能を発揮した隠れ層数 H = 15，サンプル数
N = 12,000 に揃えた上で分析を行った．すると，以下に挙げ
るような特徴を持つ文書では，予測値が大きく外れることが分
かった．



図 5 条件 (A) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときのテストケースに対するシステムの予測値と正解値との相関

図 6 条件 (A) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときの学習データに対するシステムの予測値と正解値との相関

(1) Markdownの部分が占める割合が大きい
文書に含まれる内容にMarkdownが占める割合が著しく大き
い場合は，Transformerに入力する前処理としてそれらを可能な
限り削除しているため，入力トークン列が元の文書に比べて大
きく減ることがある．このような場合だと，本来であれば評価
するべき箇所である図表などに対しての情報量は一切除かれる
ため，テキストデータ自体は品質の低い文書に似たものになる
ことがある．

(2)文書に含まれるテキストデータが極端に小さい
文書の品質を分類する 6つのクラスのうち，最も低い Stubに
分類される文書の場合，内容が箇条書きや他の文書への参照情
報で完結しているものが多い．
例えば，日本語版Wikipediaの「曖昧さ回避」9に相当する文
書になるため，他の文書への参照情報のみの記載で完結してい
る．このような文書に対してMarkdownの削除を行うと，最終

9：https://ja.wikipedia.org/wiki/Wikipedia:曖昧さ回避

図 7 条件 (E) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときのテストケースに対するシステムの予測値と正解値との相関

図 8 条件 (E) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときの学習データに対するシステムの予測値と正解値との相関

的に Transformerへ入力されるテキストデータのトークン列が
ほとんど残らない状態となる．本実験では，品質の極端に低い
文書も学習データに含めるように加工しているため，これは学
習データ数自体の不足ではなく，予測するための特徴が少なす
ぎて誤った評価を行っている結果だと予想される．

(3)文書に含まれるテキストデータが極端に大きい
Transformer に入力するテキストデータは，計算時間の観点

から予めある程度の長さで切り落とした上で入力される．ここ
で極端に文書のボリュームが大きい場合，序盤のみを加味した
Transformerによる埋め込み表現を使って予測することになる．
そのため，その先にどの程度文章が続くのかという付加情報が
存在しない状態では，学習の時点でも予測する時点でも困難が
生じる．



図 9 条件 (B) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときのテストケースに対するシステムの予測値と正解値の混同行
列（対角要素が予測値と正解値が一致した場合．以下同じ．）

図 10 条件 (A)のサンプル数 N = 12,000，隠れ層の数 H = 5であった
ときのテストケースに対するシステムの予測値と正解値の混同
行列

図 11 条件 (E) のサンプル数 N = 12,000，隠れ層の数 H = 5 であった
ときのテストケースに対するシステムの予測値と正解値の混同
行列

5 結論・今後の課題
5. 1 ま と め
本研究では，テキストデータのみを用いたシステムで，より

幅広い場面において活用が見込まれる文書の品質評価の予測シ
ステムを提案した．テキストデータのみを用いることで予測す
ることができれば，形態や場所を選ばずに活用することができ
るため有用なシステムとなることが予想される．
実験では 5つの埋め込み表現の計算方法を比較したが，その

内のmonoBERTの出力に対して入力トークン長とタグの文字数
を付した条件 (B)が最も優れていた．また，BERTの埋め込み
表現を直接用いる条件 (A)と，同様の条件下で Sentence–BERT

の出力を用いた条件 (E)を比較した場合だと，条件 (E)の方が
劣る結果となった．条件 (A)と (E)は，いずれの場合もテスト
データにおける予測性能が学習データにおけるそれを下回って
いるため，過学習の傾向がある．さらに条件 (A)と (E)の間の
結果の差を見てみると，条件 (E)の方が過学習の傾向がより顕
著に見られた．上記の原因としては，Sentence–BERTの入力可
能トークン数が BERTよりも高速化の観点から大きく削減され
ている点が挙げられる．

5. 2 今後の課題
今回の実験では Wikipedia のデータのみを用いているため，

適用可能な文書の範囲が目的に適わないことが予想される．し
かしながら，テキストデータの埋め込み表現に対してトークン
列長とタグの文字数を付加することで，ある程度テキストデー
タに存在しない暗黙的な情報を補完することができた．より汎
用的な予測システムを実用化させるためには，一般的には様々
な文書の学習データが必要になる．このため，幅広い文書に対
応できるように学習セットを豊富に用意した上で，再び同様の
実験を行うことが課題となる．
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