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あらまし  About sports Video judgment is often used in ball games and athletics for arbitration. However, bad decisions are 

a frequent problem in sports, and the arbitration results tend to differ based on the subjectivity of the human referees; hence, a 

system that ensures objective judgment is required. In this paper, we propose a solution to judge fouls in basketball automatically. 
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1. はじめに  

近年，コンピュータ人工知能技術の急速な発展に伴

い，画像認識の能力と精度が大幅に向上した．人工知

能もスポーツイベントに使われ始め，好成績を収めて

いる．スポーツ分野では，動作分析によるフォームの

修正，スキルアップの支援，対戦相手の戦術分析，選

手のコンディション管理など広く応用されている．た

とえば ,球技，陸上，競泳など，スポーツ競技の各種目

でも AI が浸透しつつある．今や球技の世界（野球，サ

ッカー，バスケットボールなど）では戦術の高度化に

より，競技映像の分析サービスが一大ビジネスとなっ

ており，記録を競う陸上や競泳などの世界では，競技

者の体の動きを細かく分析し，適切にコーチや選手に

その情報をフィードバックするシステムが活用されつ

つある．他に放送やストリーミングメディアの強化で

も活用されはじめている．たとえば，2018 年のワール

ドカップは良い例である．世界中の何十億ものファン

が画面の前に集まり，各試合を観戦した． FOX Sports

は，ゲームをリアルタイムでブロードキャストするだ

けでなく，FIFA ワールドカップハイライトマシンプロ

ジェクトを時間内に開始した．これは，ファンが数秒

以内に独自のカスタマイズされたハイライトを作成し

て共有できるようにする AI テクノロジーに基づくプ

ラットフォームである．  

競技の場において，しばしば誤審が問題となってい

る．スポーツ競技への関心の高まりにより，誤審や判

定の公平性をめぐって大きな議論が巻き起こることも

珍しくない．正確かつ公平な判定を支援するために AI

活用，あるいは判定自体の自動化も議論されている．

陸上競技を始め，球技でもビデオ判定が利用されてい

る．テクノロジーの発展により，テニスなどの球技で

はビデオ判定のみならず，ホークアイシステムが使わ

れている [1]．競技技術の高度化に伴い，審判員に要求

される技能レベルも上がっている．また，審判の主観

によって判定結果に差が出やすく，より客観的な判断

が必要となる．スポーツの審判では，体操競技で AI に

よる採点システムの開発が始まっており，最近，サッ

カーの試合でもビデオ判定やホークアイシステムが導

入された．しかし，試合が時々に中断されて，観戦感

覚が悪くなってしまう場合がある．試合の中断が多く

なると特にストリーミングメディア等で観戦している

ファンにとってライブ感が失われ，観戦感覚が悪くな

ることが考えられる．  

近年、日本ではバスケットボールのプロ化が実現し、

人気のスポーツとなってきていが、審判の判断を巡っ

て争うこともある。また、日常スポーツや趣味として

バスケットボールをする人も多いが、そのようなとき

には審判がいない場合もある．そこで，本研究では公

正なゲームプレイを確保し，審判による誤判断を減ら

し，ライブ感を減退させないことを目的として，バス

ケットボールのファウル判断モデルと，AI と画像認識

を使用した対応するシステムの提案と試作を行う．提

案された手法は，正確な判断を迅速に実行することに

より，レフリーを支援することが期待されている．  

2. 関連研究  

2.1 動作検出と人物動作解析  

ボール追跡手法の 1 つに安田らによるカメラの 3 次

元位置と姿勢を用いたボール認識の手法がある．この

手法は，オクルージョンに頑強なボール認識である．

この手法ではカメラの位置と姿勢推定を行った後，ガ

ウスモデルを用いた前景抽出，色空間での検出を用い

たボール候補の検出，エピポーラ拘束を用いた多視点

映像の統合の順で処理を行う．この処理により検出さ

れたボール位置を映像の前後のフレームを用いて補完

し，3 次元位置を推定し，出力する [2]．この手法によ

って，ボールが隠れてしまうオクルージョンに対して ,

複数視点映像を用いることで頑強なボールの検出方法

について有効な手段あることを示し ,正しく検出でき

ることを確認した．  

他のボール追跡手法として，髙橋らによる機械学習



 

 

を利用した複数視点映像からのボール追跡がある [3]．

この手法では機械学習を用いた，複数の映像から追跡

したボール位置を実空間上に投影し，各カメラ映像で

の処理結果を統合することで，高い精度のボール位置

推定を実現した．  

2.2 動作検出と人物動作解析  

動作検出手法の１つに髙橋らによる手の動きに基

づいた不審動作検出がある [4]．この手法は，スーパー

マーケット内でカゴをもって買い物をしている際に，

人物が商品を保持したあとの手の動きの特徴量を用い

た不審動作検出手法である．CHLAC 特徴量を算出し，

主成分分析によって通常動作部分空間を作成すること

で異常度を数値化し不審動作の判定基準とした検証実

験である．これは，通常動作を商品の追跡および人物

の検出と追跡を行い，動作特徴量算出を行う．この動

作特徴量を用いて判定基準作成を行っている．  

他に田靡らによる身体的特徴変化を統計的に解析

したモデルを用いた人物追跡技術の手法がある [5]．こ

の手法には統計的モデリングを用いた人物追跡と人物

姿勢推定が含まれている．人物追跡手法では ,Active Ω  

Model を用いて ,頭部外輪郭形状の推定を行う．人物追

跡では ,部分的な遮蔽や姿勢変動に対応するために ,対

象を  5 つの基幹部位領域 (頭部 ,胴体部 ,腰部 ,上脚部 ,下

脚部 )に分割して追跡する．姿勢推定において基幹リン

クモデルの作成に用いた姿勢データには ,主に ,「しゃ

がむ」「前傾姿勢」の姿勢変動が含まれている．3 次元

姿勢推定では，まず腕エリア特徴量抽出を行い，次に

モデル照合を行う．その後動作解析を行う．人物動作

解析において，高速化や使用メモリ削減に有効な人物

検出 ,人物の大まかな姿勢や肩位置を抽出しながら姿

勢変動や遮蔽に頑健な人物追跡 ,行動理解に重要な腕

部の姿勢推定など方法を提案している .  

2.3 スポーツモーション認識 

スポーツビデオ内で発生するイベントを認識する

ための手法は主に視聴覚コンテンツ分析に基づいて行

われている．視聴覚コンテンツ分析を使用した手法の

多くはブロードキャスト映像で使用されることが多く，

すべてのイベントは手作業で抽出される．  

先行研究としては，Alexandre Alahi らによる固定カ

メラのビデオ入力からオブジェクト（プレーヤー，審

判）を追跡する手法があるがイベントの認識がうまく

行っていない [6]．他に Jungsoo Lee らによる，バスケ

ットボールの試合でプレーヤーまたはジャッジの動作

に焦点を当て，イベントを自動的に抽出する手法があ

る．これらのイベントは，プレーヤーとレフリーの事

前定義された動きを追跡および分析することによって

抽出される [7]. 

2.4 スポーツデータセット 

スポーツデータセットとして、野球のキャッチやス

ロー、サッカーのジャグリングなどのスポーツ関連ア

クションが含まれた UCF101[8]、ACTIVITYNET [9]な

どの多くのビデオベースのベンチマーク人間活動認識

データセットが公開されている．これらのデータセッ

トには、ビデオと、ビデオ内の被験者によって実行さ

れたさまざまなアクティビティの画像が含まれており、

ビデオの分類に大きく貢献している．UCF Sports [10]、

BASKETBALL-51 [11]のデータセットには、野球、バス

ケットボール、テニスなどのさまざまなスポーツの画

像とビデオが含まれており、バドミントン、サッカー、

乗馬、ランニングなど、さまざまなスポーツを分類す

るために使用されている．  

しかし、特定のスポーツに関連するすべてのアクショ

ンが含まれていないため、実際のアプリケーションに

適用して、単一のスポーツで実行されるさまざまなア

クションを分類することは困難である．例として、デ

ータセット UCF101 と BASKETBALL-51 には、バスケ

ットボールダンクやバスケットボール射撃などのダン

クアクションに関連するアクティビティのみがある．  

3. 研究方法  

3.1 ファイル  

バスケットボールにおける違反には，大きく分けて

「バイオレーション」と「ファウル」の 2 種類がある．

バイオレーションにはドリブル，トラベリング，3 秒

ルール，8 秒ルール，24 秒ルールなどが含まれる．フ

ァウルには，大きく 2 種類あり，ひとつは，プレーヤ

ー同士の体の接触によって起こる「パーソナルファウ

ル」，もうひとつは，スポーツマンらしくない言動や行

為に対して与えられる「テクニカルファウル」である．  

本研究のシステムは「パーソナルファウル」のうち

以下の 2 種類のファウルを対象とする．  

「ブロッキング」：ディフェンス側のプレーヤーに

よるファウルである．相手プレーヤーがボールをコン

トロールしている・いないにかかわらず，ディフェン

ス側のプレーヤーが手や足を広げたり，体ごとぶつか

ったりして相手の進行を妨げるとブロッキングと判断

される．  

「イリーガルユースオブハンズ」：「規則に反してい

る」という意味を持つ．「イリーガルユースオブハンズ」

とは不当な手の扱いを反則とするもので，相手プレー

ヤーの動きを妨げることを目的に，手を使って相手の

プレーヤーをつかんだり叩いたりする動きを指す．  

3.2 データ収集と学習データの作成  

モデル作成用データの作成手順は以下の通り．  



 

 

Step1:試合データの収集 

YouTube などから NBA バスケットボールの試合

のライブビデオを収集する．プレーヤーのアクション

に加えて、ビデオにはスコア、リプレイ、ハイライト、

インタビューに関する情報も含まれている． ビデオ品

質は主に 2kHD である．  

Step2:ラベルの保存 

ゲームの記録から、ビデオ内のファウルアクショ

ンのタイムスタンプを手動で検出し、タイムスタンプ

のリストを作成する． このリストには、ビデオの時間

（HH）、分（MM）、および秒（SS）で構成され、対応

するファウルタイプがマークされている．  

Step3:  クリップの生成 

得られたタイムスタンプにより、編集ソフトウェ

アをしようして約 5 秒のビデオクリップを生成する．

このビデオクリップには、ファウルプレーヤーとファ

ウルアクションが含まれている．20 本のバスケット

ボールゲームビデオからクリップを生成する．合計

554 個のクリップを生成した．収集されたデータセッ

トのサンプルを図 1 に示す．  

 

図 1 ルール違反のデータ 

データセットには、上記 554 パターンのファウル

ビデオクリップが含まれている．  これらのビデオは、

スポーツ放送メディアで使用されるカメラによって撮

影された完全に第三者の視点である．データは個人フ

ァウルとショットファウルの 2 種ラベルに分類される。

個人ファウルとショットファウルに分類された動画ク

リップの数量を図２に示す．  

 

図  2 データセット分布  

3.3 ファウルモデルの構築  

TensorFlow とは，Google が開発したソフトウェアラ

イブラリであり，機械学習アプリケーション用のオー

プンソースツールとしてリリースされている [12]．こ

のライブラリを使用して，ニューラルネットワークモ

デルを構築する．  

上 記 で 定 義 し た 2 つ の 判 定 対 象 の モ デ ル を

TensorFlow で 3DCNN と LSTM 用いて構築する．

TensorFlow は深層学習に基づいてファウルモーション

の分類器をトレーニングするために使用する．モデル

のプロセスを図 3 と図 4 に示す．  

 

図 3 3DCNN モデル流れ  

 

図 4 LSTM モデル流れ  

4. 実験  

この節では、今回作成したバスケットボールのデー

タセットを使用して評価実験を実施し、ファウルアク

ション認識の特性と課題を説明する．ビデオ分類には

最も一般的に使用されているディープラーニングアー

キテクチャの 1 つである、LSTM を使用した．このタ

スクの目的は、ファウルタグを含むアクションビデオ

クリップを正しく分類することである．ここでは、

NBA ビデオから抽出されたクリップを使用して分類

器をトレーニングし、分類器に基づいてアルゴリズム

のパフォーマンスを評価する．  

実験では、データセットはランダムに分割され、

80％をレーニングに使用し、20％をテストに使用した． 

トレーニングデータセットとテストデータセットの両

方に、すべてのラベルが含まれている．   

データセットの 2 種類のトピック関連分類の混同行

列と分類レポートを図 5 と表 1 に示す． 分類レポー

トには、個人ファウルとショットファウルが含まれて

いる． ここでは、個人ファウルの再現率の値が最も低

く、約 36％であり、ショットのファウルのカテゴリの

再現率の値が最も高く、約 56％となっている．LSTM モ

デル全体の正解率 48％となっている．3DCNN モデル全

体の正解率 55％となっている．分類精度が低いのは、

データが不足している可能性がある． 
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図 5 Confusion Matrix  

 

LSTM  Precision  Recall  F1-Score Support  

PersonFoul  0.43  0.31  0.36  52  

ShotFoul  0.51  0.64  0.56  58  

Accuracy  

LSTM  0.48  

3DCNN  0.55  

Table 1. The classification report  

5. おわりに  

本研究では，TensorFlow を用いたファウルモデルを

構築し，それに基づく判断モデルを検証した．しかし，

モデルをトレーニングするためのデータ数が多くない

ため，モデル認識の精度に問題がある．この問題を解

決するため，より多くのファウルデータを収集し，モ

デルを改善する必要があると考える．  

本研究のシステムを審判の補助として使用するこ

とで，素早く正しい判定を伝えることができ，審判の

負担を減少し，他の判定に集中することができると考

える．また，全てのファウルやルール違反の適応に発

展することで，人の審判がいなくても，AI テクノロジ

ーによる公平公正且つ，クレームによる中断の少ない

試合が視聴者に見せられると考えられる．  
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