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アニメキャラクターの顔画像から全身画像への画像翻訳手法の検討
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あらまし 近年,イラスト自動生成手法が劇的に進化している.イラストレーターの仕事が奪われるという声がある反
面,アイデア捻出の助けになっているという意見もある.本研究では,イラスト初心者にありがちな「顔しか描けない」
という状態から,全身のイラストを描くための手助けになるよう,キャラクターの肩から上の画像から全身画像への画
像翻訳を検討する.既存の高精度な画像翻訳モデルである Council GANをベースに,大きな形状変化を伴う画像翻訳に
対応するためのパラメータ変更に着目し,新規モデルを提案した. キャラクターの全身画像のデータセットを独自に作
成して画像翻訳を試み,既存手法で生成した場合と比較した. 客観的評価値については,既存手法に比べて提案手法の
方が良い値が得られた. しかし,どちらの手法についても,キャラクターの全身画像であると明確に言えるものを生成
することはできなかった.
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1 は じ め に
近年,イラスト自動生成手法が劇的に進化している. 中国産の
画像生成 AI「Stable Diffusion」[3]などは,画像のイメージをテ
キストで入力するとそれにマッチしたイラストが生成される.　
このような技術の進歩によって,イラストレーターの仕事が奪
われるという声がある反面,アイデア捻出の助けになっている
という意見もある. よって,クリエイターの手助けになるような
応用手法を発展させる必要がある. 本研究では,イラスト初心者
にありがちな「顔しか描けない」という状態から,全身のイラ
ストを描くための手助けになるよう,キャラクターの肩から上
の画像から全身画像への画像翻訳を検討する. (図 1)その際,た
だ顔に体を付けるだけでなく,肩から上のイラストの特徴を汲
み取った形で全身画像を生成することを目指す.

図 1 画像翻訳のイメージ [9]

2 関 連 研 究
2. 1 GAN

画像翻訳タスクの研究では、様々な種類の GAN (敵対的生
成ネットワーク) が用いられている. これは, 画像を生成する

Generatorと画像が本物か判別する Discriminatorを競い合わせ
て,高精度な画像を生成できるように学習する.

GANの目的関数は式 1で表される.
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= Ex∼pdata(x)[logD(x)] + Ex∼pz(x)[log(1 − D(G(z)))] (1)

Ex∼pdata(x) は Discriminator に本物の画像が与えられた時の期
待値, Ex∼pz(x) は Discriminatorに生成された画像が与えられた時
の期待値, G(z) は Generator がノイズ z から生成した画像であ
り, D(x) は Discriminator に画像 x が与えられた時のスコアを
0 <= D(x) <= 1で表す. Discriminatorが理想的な動作をすれば右
辺は最大になり, Generatorが理想的な動作をすれば右辺は最小
になる.

2. 2 Council GAN

画像翻訳に用いられる GANにおいては, Council GAN [16]が
大きな成果を上げている. この GANは, 1つの Generatorと 2つ
の Discriminatorを 1つのグループにした Councilというユニッ
トを複数用いる. この Councilでは, Generatorが入力画像を受け
取って画像を生成し Discriminatorが入力画像と生成された画像
の識別を行うが,もう 1つの Discriminatorでは生成された画像
が自分の Councilの Generatorで生成されたのか,別の Council

の Genaratorで生成された画像なのかを識別するように学習す
る. つまり,それぞれの Councilの生成画像は他の Councilが同
意するような特徴を持つ必要があるので,生成される画像はソー
ス画像の重要な特徴を維持することが可能となる. この手法で
は,アニメキャラクターの顔画像から実際の人物写真への変換
などを高精度に行うことに成功している. しかし,形状が大きく
異なる画像間での翻訳については既存のモデルをそのまま適応
できないケースが多い. Council GANの目的関数は式 2で表さ



れる.
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axV(Gi,Di, D̂i)

= GAN lossi + λ1Council lossi + λ2Focus lossi (2)

iは Councilの番号, GAN lossi は LSGAN [?]で用いられてい
る損失関数であり,式 1の対数の代わりに平均二乗誤差を用い
ている. Counsilが N 個存在する時, Council lossi の定義は式 3

のようになる.

Council lossi(Gi, D̂i, {G j} j,i, Xs, zi, {Ei}1<= j<=N)

= Ex∼p(Xs)

∑
j,i

[log(1 − D̂i(Gi(Ei(x), zi), x))

+ log(D̂i(G j(E j(x), αz j), x))] (3)

Ei はエンコーダされた i 番目のソース画像, zi は 1 <= i <= N

の council に関連付けられたランダムなベクトル, α は他の
Council の Generator のサブドメインの大きさを表すスカラー,

Gi(Ei(x), zi) はソース画像 x とランダムベクトル zi によって生
成された画像である.

Focus lossi は,学習した対象と背景を分離し,背景をそのまま
に学習対象を変換する作用を与える. 定義は式 4のようになる.

Focus lossi = δ(
∑

k

maski[k])2 +
∑

k

1
|maski[k] − 0.5| + ϵ (4)

maski[k]は画素 kの第 4チャンネルの値であり, ϵ は学習対象
と背景を分離する作用の強さを示すパラメータである.

図 2 Council GAN の概要 [16]

2. 3 キャラクター画像の生成
キャラクターの全身画像の生成については様々な手法が提案
されているが、入出力で大きな形状変化を伴う画像翻訳は既存
モデルをそのまま当てはめるのが依然困難である. NovelAI [4]

など,既存の image-to-imageサービスでも現状対応できていな
い. また、現在一般利用可能なアニメキャラクターの全身画像
のデータセットは存在しないため,学習データの収集も容易で
はない.

3 提 案 手 法
本研究では, GANを用いてキャラクターの顔画像から全身画

像への翻訳手法を検討する.

3. 1 モ デ ル
Council GAN を用いた anime-to-face の手法 [16] をベースラ

インに,パラメータを以下のように調整した.

（ 1） 画像の入出力サイズを 512× 512に変更した.

（ 2） メモリ使用量削減のため,バッチサイズを 1に変更した.

（ 3） Instance Normalization [17] による正規化を導入した.

これにより,画像とチャネルごとに正規化を行うため,バッチサ
イズが小さくても問題なく正規化を行うことが出来る.

（ 4） council の数を 4 から 3 に変更した. council が複数あ
ることでソース画像側の特徴を残す作用を生むので, councilの
数を減らすことでターゲット画像への大きな形状変化に対応す
ることを期待できる.

提案モデルは図 3のようになる.

図 3 提案モデルの概要

3. 2 データセット
一般利用可能な 2 次元のアニメキャラクターの全身画像の

データセットは現在存在していないので,独自に作成した. まず,

2013 2023年放送のアニメの公式ホームページのキャラクター
ページや,イラストコミュニケーションサービス「pixiv [6]」か
ら以下の基準を満たす,図 4のようなキャラクターの全身画像
を手動で収集した.

（ 1） キャラクターの頭から足先までの全身が描かれている
こと.

（ 2） キャラクターが正面或いは斜め方向を向いていること.

（ 3） 身体と衣装以外の情報が多く描かれていないこと.

次に,画像のキャラクター部分のみを切り抜き背景を黒色に統
一した. 最後に,画像の縦横比を保ったまま余白部分を黒に塗り
つぶし,モデルの入力サイズに合わせて画像をリサイズした. こ
のようにして,合計 2050枚のアニメキャラクターの全身画像に
よるデータセットを作成した.

4 実 験
4. 1 概 要
既存手法で 400,000iteration, 3章での提案手法で 313,000iter-

ationで学習を行い,画像翻訳の結果を比較することで生成の精



図 4 収集した全身画像の具体例 [7] [8] [9] [10] [11] [12] [13] [14]

度を検証した. 既存手法として, 画像の入出力のサイズを 256

× 256 にし他のパラメータを anime-to-face の手法と同様にし
た Council GAN を用いた. 評価指標には FID(フレシェ開始距
離) [15]を用いた. この値は生成された画像とターゲット画像の
類似度を評価するものであり,小さい程類似度が高い.

4. 2 データセット
ソース画像として,Kaggle の selfie2anime [5] から 2050 枚の
アニメの顔画像を使用し,ターゲット画像として独自作成した
データセットを使用した. それぞれのデータセットのうち 2000

枚を学習データ, 50枚をテストデータとした. また,背景処理の
効果を確認するため,既存手法に対しては背景を黒に統一して
いない状態の全身画像を使用した.

4. 3 結 果
それぞれの手法で生成された画像は図 5, 6 のようになった.

また,それぞれの手法で算出された学習終了時の FIDは表 1の
ようになり, iteration ごとの FID の変化は図 7, 8 のようになっ
た. それぞれのグラフに係数 0.9で指数平滑移動平均による平
滑化を行った.

図 5 既存手法での生成結果

図 6 提案手法での生成結果

図 7 既存手法での FID の変化

図 8 提案手法での FID の変化

表 1 各手法の FID スコア
既存手法 提案手法

FID 387.21 281.59

5 考 察
5. 1 客観的評価値の比較
表 1より,実験から得られた FIDは提案手法の方が大幅に小

さくなった. これは,提案モデルによる精度改善と考えられるが,

データセットの前処理で背景色を統一したことでよって類似性
を得やすくなったことも要因であると思われる.

5. 2 生成画像の比較
図 5, 6より,提案手法の方が人体の輪郭線に近いものが生成

されており,背景色も黒に統一されている. これは,データセッ
ト作成の段階で背景を同一色に統一し,画像変換の対象を見分
けやすくした成果だと考えられる.

しかし,既存手法と提案手法の両方において,キャラクターの



全身画像であると明確に言えるものを生成することはできな
かった. これは,モデルとデータセットの両方に問題があったた
めだと考えられる.

モデルについては Council GAN をベースライン手法とした
が,このモデルは元々非常にサイズが大きいため,画像の入出力
のサイズを大きくした時点で,本研究で使用可能であった GPU

のメモリの殆どを使用してしまうサイズになってしまった. こ
れにより,既存のモデルにあまり大きな変更・追加を行うこと
が出来なかった. また,今回はベースラインとするモデルを選ぶ
際に,アニメ画像への変換を高精度に行うことに成功している
ことを重視していたが,本研究は大きな形状変化を伴う画像翻
訳であるということを念頭に置いて,それに成功しているモデ
ルを取り入れる必要があったと思われる.

データセットについては,今回は手動で 2050枚の画像を収集
したが, GANで高精度な画像翻訳を行ううえでは十分であった
とは言い難い. 画像の収集及びノイズ画像の除去を自動で行う
ことが出来たならば,より多くの画像で安定して学習を行うこ
とが出来たと考えられる. また,ターゲット画像については独自
でデータセットの作成および前処理を行ったが,ソース画像に
ついては既存のデータセットを用いた. 顔画像と全身画像の対
応を学習させるために,全身画像の肩から上の部分をトリミン
グしたものを顔画像をとして,ペア化したデータセットを作成
して使用することができればより生成精度を上げることが出来
たと思われる.

6 お わ り に
本研究では,キャラクターの肩から上の画像から全身画像へ
の画像翻訳を試みた．提案モデルと新規データセットを用いた
画像翻訳は,客観的評価値においては既存手法よりも良い精度
を得ることが出来た. しかし,本研究の目的であった「キャラク
ターの肩から上の画像から全身画像への画像翻訳」「肩から上
のイラストの特徴を汲み取った全身画像を生成」は達成するこ
とが出来なかった.

今後の展望として,ペア化したデータセットの作成と,ペア化
したデータセットを用いる画像翻訳のモデルをベースラインと
した手法が提案できれば, 生成精度の向上を期待できる. また,

今回は正面を向いた女性キャラクターの画像のみを対象とした
が,将来的にはキャラクターの性別や顔の向きを問わず,顔画像
から適切な全身画像の生成ができるようにしたい.
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