
DEIM Forum 2023 5b-5

SHAPを用いたMLBの配球分析
石橋 京也† 唐 惠東†† 蒋 帥†† 兪 樺†† 亀井 清華††

森本 康彦††

† 広島大学情報科学部情報科学科 〒 739–8527 広島県東広島市鏡山一丁目４番１号
†† 広島大学大学院先進理工系科学研究科 〒 739–8527 広島県東広島市鏡山一丁目４番１号
E-mail: †{b195083,d216083,m21111,huachongyu,s10kamei,morimo}@hiroshima-u.ac.jp

あらまし 野球において, 「配球」を分析することは重要である. 本研究では, eXplainable AI（以下, XAI）技術を利
用して配球の分析を試みる. 特定の捕手に注目し, 配球のブラックボックスの予測モデルを作成し, XAIでそのモデル
を解釈することでプロ野球選手が行う「配球の意図」を推定する. 本研究では, Major League Baseball（以下, MLB）
独自の解析ツールである “statcast”のデータを対象にランダムフォレストを用いて予測モデルを作成し, XAI技術の
一つである SHAPでモデルの予測を解釈した. その結果から，各捕手がどのような意図をもって配球していたかを推
定することができた．
キーワード ランダムフォレスト, 機械学習, SHAP, アンサンブル学習

1 は じ め に
野球において「配球」は, 試合結果を大きく左右する要素で
ある. 一般に打者が予測していた球を打つ時とそうでない球を
打つ時ではヒットを打てる確率が異なるため, バッテリー（投
手と捕手）は打者を抑えるために球種やコースの組み合わせの
仕方を工夫する. それが「配球」である. 配球は重要な戦術であ
り, 現役のプロ野球選手の配球の考え方を知ることができる機
会はほとんど無い. そこで, 外から分析する方法として, 機械学
習で「配球」をモデリングし, SHAPを適用した結果から, 対象
となった選手の「配球の意図」を推定するという方法を考えた.

モデリングの対象となる「配球を考える人」について, 野球の
試合の中で配球を決めるのは, 投手, 捕手, 監督, コーチ（デー
タ分析班など）と様々である [1]. 誰を対象としても興味深い研
究となると考えられるが, 稲福らの文献 [2]において, 日本野球
機構（以下, NPB)では捕手ごとに配球の特徴がみられると言
われていることから, 本研究では捕手を対象とした. したがっ
て, MLBから 5名の捕手をピックアップし, それぞれ予測モデ
ルを作成することで比較しながら分析を行った.

2 関連研究と基礎事項の準備
2. 1 配球予測に関する研究
Sidle らは文献 [3] において, Linear Discriminant Analysis

（以下, LDA））[4], Support Vector Machine（以下, SVM）[5],
ランダムフォレスト [6]の 3つの手法で 7種類の球種を予測し
た. その結果, ランダムフォレストが最も精度が高く, その精度
は 66.62 ％であった. 本研究では, 球種だけでなく投球コース
も予測している点や, 作成した予測モデルに対して SHAPを適
用し, 分析を行っている点が異なる.

稲福らは文献 [2]において, 「配球」を球種， 球速， 座標の
推移ベクトルを構築することで表し，主成分分析を行うことで
捕手ごとに配球が異なることを示した. 本研究は, SHAPを使
うことで特徴量をそのまま分析するという点で異なる.

菊地らは文献 [7]において, 大学野球においてカウント 0-0 か
らどのような投球がストライクを取りやすいのかに着目した.

球種, コースの割合および投球結果の割合について単純集計を
行い， スイングの有無とストライクの取り方については球種
別， コース別のクロス集計により割合の算出を行った. そして
独立性の検定に χ2 検定を用いることで分析を行った. 本研究
は, 配球を機械学習を用いてモデリングして分析を行うという
点で異なる.

2. 2 SHAP

機械学習モデルの複雑な動作の全容を解釈したいというニー
ズから, その予測根拠を説明する XAI技術の研究が急速に進ん
でいる [8]. その中でも今回使用する SHapley Additive exPla-

nation（以下, SHAP）[9] は代表的な XAI 手法の 1つである.

SHAPは経済学の Shapley値 [10]が基になっている. Shapley

値は協調ゲームにおいて, 複数のプレーヤーが存在した場合に,

全体の連携に対して与えられた報酬金を協調した複数のプレー
ヤーでいかに分配すべきかを求める. それをベースに SHAPで
は, 機械学習モデルのプレーヤーを特徴量に置き換え, 報酬をモ
デルの予測値ととらえる [11]. その結果, 複雑で解釈が難しいと
される機械学習モデルについて, どの特徴量が予測にどれくら
い貢献しているかを可視化できる.

3 方 法
3. 1 「配球」の定義
図 1のように予測の対象となる「配球」を球種（速い球 or遅



い球）×高さ（高め or低め）×コース（内 or外）=8分類と
定義する. 右打者側のコース高めの速い球をクラス 0, 遅い球を
クラス 1, 左打者側のコース高めの速い球をクラス 2, 遅い球を
クラス 3, 右打者側のコース低めの速い球をクラス 4, 遅い球を
クラス 5, 左打者側のコース低めの速い球をクラス 6, 遅い球を
クラス 7とする.

図 1 配球の分類

3. 2 データセット
本研究では, MLB独自の解析ツールである “statcast”のデー
タを利用する. MLB のドジャース, パドレス, ジャイアンツ,

ダイヤモンドバックス, ロッキーズの 5チームの正捕手につい
て, 2022年シーズンの 1球ごとのデータ（表 1）を用いる. さ
らにそのデータは, それぞれのチームで年間を通して先発ロー
テーションに入った 4名の投手（表 2）が投げた球に絞る. こ
のように投手を絞った理由は, この研究では球種のみでなく投
球コースを予測するため, 制球力があるという前提が必要だか
らである. これらのデータについて, シーズン前半の 80％を訓
練データ, シーズン後半の 20％をテストデータとして, モデル
作成, 精度評価を行った.

表 1 捕手ごとのデータ数
捕手名 (チーム名) データ数
ウィル・スミス (ドジャース) 5232

オースティン・ノラ (パドレス) 6287

ジョーイ・バート (ジャイアンツ) 4735

カーソン・ケリー（ダイヤモンドバックス） 5389

エリアス・ディアス (ロッキーズ) 5735

3. 3 特 徴 量
特徴量について表 3 に示す. statcast のデータの中で, 配球
決定に関わるであろう 14個を使用した. 「tensa」は, 守備側
のチームが勝っていればプラスの値をとり, 負けていればマイ
ナスの値をとる.

表 2 モデルに使用した投手
チーム名 投手名（利き腕）
ドジャース タイラー・アンダーソン（左）

フリオ・ウリアス（左）
トニー・ゴンソリン（右）

クレイトン・カーショー（左）
パドレス ダルビッシュ・有（右）

ジョー・マスグローブ（右）
ショーン・マナイア（左）
フレーク・スネル（左）

ジャイアンツ ローガン・ウェブ（右）
カルロス・ロドン（左）
アレックス・カッブ（右）
アレックス・ウッド（左）

ダイヤモンドバックス メリル・ケリー（右）
ザック・ゲーレン（右）

マディソン・バムガーナー（左）
ザック・デービーズ（右）

ロッキーズ　 ヘルマン・マルケス（右）
カイル・フリーランド（左）
チャド・クール（右）

オースティン・ゴンバー（左）

表 3 特 徴 量
属性値 説明
balls ボールの数（0～3）
brl pa 打者のバレル％
inning イニング数
mae pitch name 1 球前の球種｛0（速球）or 1（遅い球）｝
mae X 1 球前のコース（内 or 外）
mae Z 1 球前の高さ（高め or 低め）
on 1b 1 塁ランナーがいるか（0 or 1）
on 2b 2 塁ランナーがいるか（0 or 1）
on 3b 3 塁ランナーがいるか（0 or 1）
outs when up アウトの数（0～2）
pitch sum その試合での総投球数
pitch number 打席内での投球数
p throws 右投手ならば 0，左投手ならば 1

stand 右打者ならば 0，左打者ならば 1

strikes ストライクの数（0～2）
tensa 両チームの点差

3. 4 予測モデルの作成
本研究では, 機械学習の手法としてランダムフォレスト [6]を

使用する. ランダムフォレストは決定木を用いたアンサンブル
学習の 1つであり, 高い予測性能を得ることが出来る. また, 効
率が良く, 計算速度が高速であることが知られている. Sidleら
の文献 [3]において球種を予測するモデルを作成した時に最も
精度がよかった手法がランダムフォレストであったことから, 本
研究でもランダムフォレストを使用した. モデルの精度は, 表 4

のとおりである. 次節からは, このモデルに SHAP を適用し,

分析していく.



表 4 各予測モデルの精度
捕手名 (チーム名) 正解率
ウィル・スミス (ドジャース) 21.01 ％
オースティン・ノラ (パドレス) 22.21 ％
ジョーイ・バート (ジャイアンツ) 28.61 ％
カーソン・ケリー（ダイヤモンドバックス） 22.73 ％
エリアス・ディアス (ロッキーズ) 23.35 ％

4 SHAPによる分析
本研究では分析対象のモデルが 5つあるが, そのまま分析結
果を載せると冗長になってしまうため, ドジャースのモデルの分
析結果を軸として詳しく説明し, 他のモデルについてはドジャー
スのモデルと同じ特徴, 違う特徴があった場合に記載する.

4. 1 重要な特徴量分析
図 2 が, ドジャースの予測モデルに SHAP Feature Impor-

tanceメソッドを適用したものである. まず, 横軸が各データに
ついての SHAP値の絶対値の平均を取ったものであり, 「特徴
量が予測にどの程度影響を与えたか」という値である. そして
縦軸の特徴量は, 上から順に貢献度の高い順に並んでいるため,

例えば一番上の p throws（左投げ・右投げ）は, このモデルが
配球を予測するのに最も貢献した特徴量だと言える.

次に色の違いは, クラスごとの SHAP 値の値を表している.

クラスと配球の対応は, 3章の図 3. 1の通りである. SHAP を
分類クラスモデルに適用する場合は, 各クラスごとに SHAP値
を出す. 例を挙げると, p throws（左投げ・右投げ）の水色の
バー（Class7）とは, クラス７のゾーンに投手が投げると予測
するか投げないと予測するかという予測に対して p throws（左
投げ・右投げ）が貢献した量となる. 横向きのバーの色の割合
を見て, p throws（左投げ・右投げ）のクラス７に対する貢献
が, 全体的に見た p throws（左投げ・右投げ）の貢献度を押し
上げていることが分かる.

分析を進めていく. 図 2を見て, p throws（右投げ・左投げ）,

strikes（ストライク数）, stand（右打ち・左打ち）の 3つの特
徴量が配球予測に重要であることが分かる. p throws（右投げ・
左投げ）については, 水色で表される Class7の重要度の大きさ
が特徴的である. 他に分かることとして, on 1b（1塁ランナー
の有無）, on 2b（2塁ランナーの有無）, on 3b（3塁ランナー
の有無）の走者に関する特徴量は重要度が低いことが分かる.

ドジャース以外のモデルについても, p throws（右投げ・左投
げ）, strikes（ストライク数）, stand（右打ち・左打ち）の 3つ
の特徴量が重要であることが確認できた. その他に pitch sum

（総投球数）も重要度が高いことが分かった. また, on 1b（1塁
ランナーの有無）, on 2b（2塁ランナーの有無）, on 3b（3塁
ランナーの有無）の走者に関する特徴量の重要度が低いことは
全モデル共通であった. 表 5に重要な特徴量について 5つのモ
デルを調べた結果をまとめる.

図 2 SHAP Feature Importance（ドジャース）

表 5 配球決定に重要な特徴量
特徴量 重要度 Top3 に入ったモデル数　
strikes（ストライク数） 5

stand（右打ち・左打ち） 4

p throws（右投げ・左投げ） 3

pitch sum(総投球数) 3

4. 2 特徴量の寄与の仕方分析
次に SHAP Dependence Plot メソッドを適用して, SHAP

値と特徴量の関係を分析した. SHAP Dependence Plotメソッ
ドはクラスごとの SHAP 値と特徴量の値の関係を散布図に表
す. 図 3のクラス 4を例にとって説明する. まず, 特徴量 stand

（左打ち・右打ち）は 0（右打者）と１（左打者）の２値を取る
のだが, 横軸でそれが表されている. そして, 例えば 1（左打者）
について, 縦軸 SHAP値の分布を見てみると, SHAP値が正に
集まっていることが分かる.ここから特徴量 stand（左打ち・右
打ち）の値が 1（左打者）であることは, クラス 4を予測する
ことに対して, 正に寄与することが分かる. 色は, SHAPが特徴
量と最も相互作用の強い特徴量との関係を表すが, 本研究では
特に言及しない.

分析を進めていく. まず, 図 3 から図 6 は, ドジャースのモ
デルの低めのコース（クラス 4, 5, 6, 7）について, SHAP値と
stand（右打ち・左打ち）の関係を表した図である. 色は, それ
ぞれのクラスで stand（右打ち・左打ち）との相互作用が最も
大きい特徴量との関係を表す.これらの散布図から分かること
は, 右打者側のコース（クラス 4,5）では, 左打者（stand の値
が 1）の SHAP値がプラスに集まっており, 左打者側のコース
（クラス 6,7）では, 右打者（stand の値が 0) の SHAP 値がプ
ラスに集まっていることが読み取れる. この様子は, パドレス
以外のモデルに共通して見られた.パドレスの stand（右打ち・
左打ち）は, クラスごとに SHAP値との関係が様々で規則性は
見つけられなかった.




